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Chapitre 1, Introduction générale

Chapitre 1

Introduction générale

Dans le cadre de notre étude, nous allons présenter brièvement l'histoire

des modèles de Markov cachés et l'utilisation de ce type de modèle

pour la reconnaissance automatiques des chiffres manuscrits isolés.
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1.1 Introduction

II y a plus d'une cinquantaine d'années que les chercheurs tentent à rapprocher la

compétence de lecture d'une machine à celle de l'homme, et malgré les efforts

considérables déployés tout au long de ces années, la machine reste loin derrière

l'homme en matière de reconnaissance de l'écriture manuscrite déformée ou

fragmentée ou encore mal orthographiée. La reconnaissance optique de caractère

OCR a connu une révolution, et presque toutes les contraintes liées à la manière

d'acquisition de données, la lenteur de numérisation, la normalisation des polices

de caractères et bien d'autres ont été levées ces dernières années via le progrès

enregistré dans le développement du matériel tels que les scanners et les

ordinateurs, et le développement des techniques de traitement de l'informations, en

plus de la conception de nouvelles polices dans les années 1970 adoptées par

l'Organisation internationale de normalisation (ISO) afin de faciliter le processus

de reconnaissance. En conséquence, les taux de reconnaissance très élevés sont

devenus réalisables à grande vitesse et à des coûts raisonnables (Cheriet et al.,

2007). Néanmoins, La plupart des systèmes OCR restent incapables de lire les

documents dégradés et les mots manuscrits.

1.2 Cadre de Uétude

1.2.1 La reconnaissance automatique de caractère

Outre les systèmes de reconnaissance de caractères imprimés, beaucoup de

recherches et d'investigations ont été menées dans le monde concernant la

reconnaissance de l'écriture manuscrite on ligne et hors ligne. Selon (Theodoridis,

2009) pour la reconnaissance de l'écriture manuscrite hors ligne, une application

commerciale typique d'un tel système est la lecture automatique de chèques

bancaires. La machine doit être capable de reconnaître les montants en chiffres et

en lettres et en faire la correspondance. Même si la moitié seulement des contrôles

sont manipulés correctement par une telle machine, beaucoup d'effort peut être
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enregistré à partir d'un travail fastidieux. Une autre application telle que les

machines de tri automatique du courrier pour l'identification des codes postaux

dans les bureaux de poste. La tendance actuelle est de concevoir des machines

dont la compétence des interfaces d'acquisition de données soit semblable ou

presque à celle de l'homme. C'est ainsi que les systèmes de reconnaissance de

l'écriture manuscrite en ligne sont apparus, ils sont d'un grand intérêt commercial.

Ces systèmes accompagnent les ordinateurs à stylet, les tablettes, les téléphones

portables et autres, où l'acquisition des données se fera par écrit et non pas via le

clavier ou le scanner.

Actuellement, la reconnaissance de l'écriture manuscrite sans contraintes prend un

élan considérable. De nouvelles techniques de prétraitement, d'extraction de

caractéristiques et des méthodes robustes de classification ont été développées

notamment dans les journaux et les travaux des ateliers et des conférences

internationales, en particulier :

• ICPR (International Conférence on Pattern Récognition);

• ICDAR (International Conférence on Document Analysis and Récognition);

• DAS (Document Analysis Systems);

• 1WFHR (International Workshop on Frontiers in Handwriting Récognition);

• Pattern Récognition ;

• Pattern Récognition Letters ;

• Pattern Analysis and Applications ;

• International Journal on Document Analysis and Récognition ;

• International Journal of Pattern Récognition and Artificial Intelligence.

1.2.2 La reconnaissance automatique de chiffres manuscrits

Un facteur majeur dans la réalisation de hautes performances de reconnaissance

automatique de chiffres manuscrits, est l'extraction des caractéristiques. Selon
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(Luiz, 2003), la littérature de la reconnaissance de chiffres manuscrits montre trois

catégories d'extraction de caractéristiques : la première étant l'extraction des

niveaux de gris ou la valeur binaire de tous les pixels de l'image, utilisée

principalement par les classificateurs basés sur les réseaux de neurones (Hastie et

Simard, 1998) et (LeCun et al, 1998). La deuxième catégorie se base sur les

caractéristiques structurelles et les formes géométriques telles que les points

finaux, les intersections, les boucles, les courbes, les mesures de concavité et les

caractéristiques directionnelles (Hu et Yan, 1998), (Nishida, 1995) et (Zou et Yan,

1999). Les caractéristiques de la dernière classe sont les caractéristiques

statistiques, calculées en appliquant des transformations globales sur une image.

Parmi les transformations mathématiques typiques, les moments (Chong et al.,

2003) et (Huang et Kim, 2006), les descripteurs de Fourier (Mahmoud, 1994), et

transformées en ondelettes (Kapogiannopoulos et Papadakis, 1996).

L'étape de classification et aussi cruciale que l'extraction. Parmi les méthodes de

classification les plus appliquées avec succès à la reconnaissance de caractère

manuscrit (chiffre et lettre), les méthodes de correspondances de modèles (calcul

de degré similarité) (Gader et al., 1991) et (Jain et Zongker, 1997), les réseaux de

neurones (Lee, 1995), (Lee, 1996) et (Lee et Kim, 1999). SVM (Support Vector

Machines) (Ayat et al., 2002) et (Byun et Lee, 2002), les méthodes statistiques

comme K-pp (K plus proches voisins) (Micô et Oncina, 1999), les réseaux

bayésiens (Cheung et al., 1998), modèles de Markov cachés (HMM) largement

appliqué pour la reconnaissance vocale, et de plus en plus à la reconnaissance de

chiffres manuscrits (Cai et Liu, 1999), (Britto-Jr et al, 2002) et (Procter et al.,

1998), les méthodes se basant sur le raisonnement des ensembles flous

(Hanmandlu et al., 2003), les méthodes structurelles qui comprennent les méthodes

grammaticales (Shridhar et Badreldin, 1986) et les méthodes graphiques (Hirano et

al., 1997), et enfin les méthodes multi-classificateurs qui combinent plusieurs

classificateurs pour la reconnaissance du caractère manuscrit (Kang, 2003).
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D'après (Chmielnicki et Stapor, 2010), les trois principaux coipus d'images

utilisés dans la reconnaissance du caractère manuscrit sont : CENPARJVQ (Suen et

al., 1992), CEDAR (Lee et Srihari, 1993) et MNIST (LeCun et al., 1995). Ils sont

largement utilisés pour la validation des performances de la reconnaissance. La

base MNIST est la plus utilisée pour l'évaluation des algorithmes de classification.

Nous allons également l'utiliser pour la validation de notre algorithme de

reconnaissance hors-ligne des chiffres manuscrits.

1.3 Cadre du système proposé

Notre travail a pour objectif d'appliquer les modèles de Markov cachés à la

reconnaissance automatique des chiffres manuscrits capable de reconnaître les dix

chiffres manuscrits isolés, que nous évaluons sur le corpus MNIST1. Le succès des

modèles de Markov cachés enregistré dans la reconnaissance de la parole a amené

les chercheurs à le déployer comme un outil approprié pour la reconnaissance de

l'écriture manuscrite, car ce sont des modèles stochastiques qui résistent au bruit,

et aux variations de la forme. Aussi, les séquences d'observations peuvent être de

longueur variable, ce qui est une exigence fondamentale en écriture manuscrite.

Le modèle de Markov Caché a connu ces dernières années une très large

application dans plusieurs domaines tels que la reconnaissance de l'écriture

manuscrite cursive, la reconnaissance des émotions, la reconnaissance des gestes,

l'alignement de séquences d'ADN, détection d'intrusion réseau, et la

reconnaissance de vision ...etc. ils sont considérés comme une forme spécifique

de réseaux bayésiens dynamiques. Ces derniers sont basés sur la théorie de Bayes

(Bayes et Priée, 1763).

L'expression « Hidden Markov Model HMM » en français le « Modèle de

Markov Caché MMC » a été employée pour la première fois en 1970, par

http://vann.lecun.com/exdb/mnist/index.htnnl consulté le 27/09/2012
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Neuwirth dans sa description des HMMs par l'exemple des urnes, au lieu de

l'expression « Probabilistic Function of a Markov Chain » en français « la fonction

probabilistique d'une chaîne de Markov ».

1.4 Historique du modèle de Markov caché

Le mathématicien russe Andrey Andreyevîch Markov (Juin 14, 1856 - July 20,

1922) est devenu célèbre par ces travaux sur les processus stochastiques en

introduisant la théorie de chaîne de Markov en 1906 où le mot chaine a été utilisé

pour la première fois. Il a développé la première application de chaine de Markov

en 1913 pour analyser le langage russe (Markov, 1913). Entre 1948 et 1961

l'utilisation des chaînes de Markov était restreinte à la théorie de l'information et la

programmation dynamique, et quelques applications telles que les modèles

probabilistes d'urnes (Feller, 1958), le calcul direct du maximum de vraisemblance

(Hartley, 1958) et l'observation de la suite d'états dans une chaine de Markov

(Billingsley, 1961).

La période des années 60 et 70 a connu des recherches très actives couronnées par

le développement des algorithmes efficaces pour l'estimation des paramètres d'un

HMM, ainsi que pour le décodage de la suite d'états cachés. La théorie de base des

fonctions probabilistes d'une chaine de Markov est publiée dans une série

d'articles classiques « classic paper » par Baum et ses collègues de PInstitute for

Defence Analyses (IDA) vers la fin des années 60 dans (Baum et Pétri, 1966) et

(Baum, 1972). Ils développèrent alors des algorithmes itératifs basés sur le

maximum de vraisemblance pour l'estimation des paramètres du modèle et des

états cachés. Tandis que l'idée de concrétiser les aspects théoriques d'un HMM est

due à Jack Ferguson de l'IDA dans le but de résoudre les trois problèmes

fondamentaux d'après (Rabiner, 1989). Jim Baker a implémenté le HMM pour les

applications de la reconnaissance de la parole à l'université Carnegie Mellon
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(CMU) et Fred Jelinek et ses collègues à IBM dans les années 70 (Jelinek, 1976)

et (Jelinek et al., 1976).

Les algorithmes de décodage utilisés en théorie de l'information ont servis à

l'estimation de la suite d'états cachés, comme l'algorithme de Viterbi (Viterbi, 67),

(Forney, 1973) permettant d'estimer la suite des états du modèles correspondante

au meilleur chemin, et l'algorithme de Jelinek (Jelinek, 1969) pour l'exploration

arborescente des chemins possibles à l'aide d'une pile.

1.5 Organisation du mémoire.

Ce document se divise en trois grandes parties. La première partie fait un état de

l'art de la reconnaissance automatique de l'écriture manuscrite, en survolant les

fondements et les bases théoriques nécessaires au fonctionnement d'un tel système

de reconnaissance. La deuxième partie décrit le principe du modèle de Markov

caché, ses propriétés mathématiques, ses trois principaux problèmes ainsi que les

algorithmes qui servent à les solutionner, et la troisième partie présente l'approche

que nous proposons pour la reconnaissance des chiffres manuscrits isolés, les

algorithmes utilisés ainsi qu'une synthèse des expériences effectuées sur la base

MNIST en entier, ensuite nous discutons les résultats obtenus. Enfin, nous

clôturons ce mémoire par une conclusion générale et des perspectives de travaux

pour de futures recherches.
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Chapitre 2

La Reconnaissance De L'écriture Manuscrite

L
' objectif de ce chapitre est de présenter un état de l'art général sur la

reconnaissance automatique de l'écriture manuscrite, qui est considéré

plus difficile que celle de l'écriture imprimée. Nous proposons dans ce

chapitre les bases théoriques nécessaires aux fonctionnements du système de

reconnaissance automatique de l'écriture manuscrite.
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2.1 Introduction

Depuis bien longtemps, l'écriture est un moyen essentiel de communication utilisée

par l'homme pour se transmettre des informations d'une époque à une autre.

L'écriture est également un complément indispensable à la parole, d'une part parce

qu'elle assure le stockage et d'autre part parce qu'elle est mieux adaptée que la

parole pour certaines tâches. L'homme rêve aussi de communiquer avec la

machine de la même façon en créant des systèmes qui permettent à comprendre

automatiquement l'écriture.

Notre projet s'intéresse principalement à la reconnaissance de séquences de chiffres

manuscrits.

2.2 Système de reconnaissance de récriture

Les systèmes de reconnaissance de l'écriture peuvent être classifiés suivant deux

critères :

2.2.1 Le mode d'acquisition de l'écriture

La reconnaissance automatique de l'écriture est liée au moyen utilisé par

l'acquisition des données. Elle regroupe deux types de systèmes (voir la figure 2.1):

Informations en ligne
séquences de coordonnées
(X,Y) de points, ordonnées
dans le temps

Informations
hors ligne; image
(matrice de pixels)

Figure 2.1 : Ecriture en ligne et hors ligne (Crettez et Lorettel998).
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2.2.1.1 Système de reconnaissance en ligne

La reconnaissance en ligne est effectuée au fur et à mesure que le caractère est

tracé en temps réel ce qui permet, d'avoir moins de bruit et de faire des

modifications suivant la réponse donnée à la phase de reconnaissance. Les moyens

utilisés comme la tablette graphique avec un stylo électronique et l'écran tactile,

sont couramment utilisés en reconnaissance en ligne.

2.2.1.2 Système de reconnaissance hors ligne

Le système de reconnaissance hors lîgne(ou en différé) a pour une entrée une

image obtenue après l'acquisition du document par un scanner ou une caméra. La

reconnaissance hors ligne est considéré comme plus difficile que la reconnaissance

en ligne pour les raisons suivantes: la détection de tracés et la variabilité de

l'épaisseur du tracé et l'absence de toute information temporelle sur l'ordre des

points (Belaid, 2001). Ce type de système de reconnaissance connait un essor

important dans les domaines associés au développement d'intérêts économiques tel

que le traitement automatique des adresses postales, les montants des chèques et

les formulaires.

2.2.2 Le type d'écriture

Les systèmes de reconnaissance de l'écriture se varient en fonction de type

d'écriture:

2.2.2.1 Les systèmes de reconnaissance de l'écriture imprimée

Ce type de système de reconnaissance est généralement appelé OCR (Optical Char

acter Récognition). Dans ce type de système, l'écriture est caractérisée par le

nombre de fontes (mono, multi ou omni-fonte). La régularité de l'imprimé permet

d'utiliser des techniques directes plus fiables que celle pour le manuscrit.
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2.2.2.2 Les systèmes de reconnaissance de l'écriture manuscrite

La difficulté de la reconnaissance de l'écriture manuscrite réside en majeure partie

dans cette grande variété d'écritures puisque chaque individu a sa propre écriture

qui est différente de celle des autres. Les variabilités dans l'écriture peuvent être

dues à :

• des contraintes externes: le texte peut être pré-case (cas 1 de la figure

2.2).

• ou à des contraintes internes provenant des habitudes propres au

scripteur, (cas 2 à 5 de la figure 2.2).

d l o i sic r <t 4 e |CjH a r a c

3. Qo/von Di*crô4etu
w

4.

S.

Figure 2.2 : Classification de l'écriture selon Tappert (Tappert et al., 1988).

Il existe deux facteurs qui influent sur les performances d'un système de

reconnaissance de l'écriture manuscrite: la taille du vocabulaire et le nombre de

scripteurs.

2.2.2.2.1 Taille du vocabulaire

Pour un petit vocabulaire qui est constitué d'une dizaine de mots, le cas de la

reconnaissance de montants de chèques, on cherchera à reconnaître le mot comme

une entité à part entière, pour des tâches de très grand vocabulaire on cherchera

plutôt à reconnaître les lettres au sein du mot.
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2.2.2.2.2 Nombre de scripteurs

Plus il y a de scripteurs, plus il y a de styles d'écritures différents ce qui augmente

la difficulté de la reconnaissance (voir la figure 2.3).

• Mono-scripteur: un seul scripteur peut utiliser le système de reconnaissance

après apprentissage de son écriture.

• Multi-scripteur: Après l'adaptation de l'écriture d'un certain groupe restreint

de personnes, le système peut reconnaître les écritures.

• Omni-scripteur : le système est supposé reconnaître toutes les écritures.

*

Figure 2.3 : Le mot « Algérie » écrit par différents scripteurs.

Nous sommes intéressés, dans le cadre de notre projet, plus particulièrement à la

reconnaissance de l'écriture manuscrite (chiffres manuscrits), qui est considérée

plus difficile et complexe que celle de l'écriture imprimée. Le reste de ce chapitre

sera donc consacré au ce type d'écriture

2.2.3 Architecture des systèmes de reconnaissance de l'écriture manuscrite

Le schéma de reconnaissance se déroule en six opérations successives (voir la

figure 2.4) :
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Acquisition

Post- traitement

Prétraitement

Reconnaissance

Segmentation

i '
Extraction des caractéristiques

Figure 2.4 : Architecture des systèmes de reconnaissance de l'écriture

manuscrite.

2.2.3.1 Acquisition de l'image

Le processus de reconnaissance est précédé de la phase d'acquisition qui consiste à

acquérir les images numériques de documents. L'opération s'effectue généralement

à l'aide d'un scanner apparu dans les années 80. La résolution de ce périphérique

peut varier de 200 dpi (8 point/mm) à 800 dpi (32 point/mm). Les scanners actuels

travaillent avec des résolutions de 300 dpi, une résolution qui permet de conserver

un trait d'écriture d'une épaisseur de quelques pixels sous forme binaire ou en

niveaux gris ou même en couleur. Il faut noter que la résolution de l'image

numérisée influence les étapes ultérieures d'un système de reconnaissance.

2.2.3.2 Prétraitement

Les traitements qui suivent l'acquisition visent à faciliter la caractérisation de

l'image à reconnaître par la production d'une image nettoyée en éliminant le bruit

introduit par l'outil d'acquisition ou en réduisant le volume des données à traiter

pour ne garder que les informations les plus significatives. La réduction de la

quantité d'information à traiter peut être obtenue à partir des opérations visant à

ramener l'épaisseur du trait à un seul pixel soit par squelettisation (Lee et al.,

1991), soit par suivi de trait (Paquet et al., 1990) ou à partir d'extracteurs de

contours.
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a) Binarisation

La binarisation est une étape importante pour la reconnaissance, elle permet de

séparer le texte du fond, ce qui permet de réduire la quantité de données à traiter.

Elle permet aussi de passer d'une image couleur ou de niveaux de gris à une image

binaire composée de deux (02) valeurs 0 et 1.

b) Suppression de bruit (Lissage)

L'image de caractères peut être entachée de bruit dû à la qualité du document ou au

matériel d'acquisition, conduisant soit à des absences de points (trous) soit à des

empâtements ou des excroissances et donc à une surcharge de points. Les

techniques de lissage permettent de résoudre ces problèmes par des opérations

locales qu'on appelle opérations de bouchage et de nettoyage (BenAmara et

Gazzah, 2004).

c) Normalisation

La variation de la taille des caractères d'une fonte à une autre dû après

l'agrandissement ou la réduction peut causer une instabilité des paramètres. La

technique de normalisation permet de résoudre ce problème en ramenant tous les

images de caractères à des tailles standards.

d) Amincissement (squelettisation)

L'amincissement est une technique de prétraitement qui consiste à simplifier

l'image de caractère en une image plus simple à traiter par la réduction de

l'épaisseur du trait d'écriture à un (01) pixel. L'amincissement ou la squelettisation

est une opération souvent utilisée en représentation de l'écriture manuscrite.
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e) Redressement

Le redressement est une technique qui permet de corriger l'inclinaison causée par

le défaut de positionnement du papier dans le scanner ou même l'inclinaison

interne de certaines parties du document. Il se fait selon:

• L'estimation de la ligne de base qui permet de rendre les mots horizontaux

grâce à une transformation géométrique ;

• Le redressement des écritures penchées.

2.2.3.3 Segmentation

La segmentation correspond aux différentes opérations nécessaires effectuées pour

extraire, à partir du document à reconnaître, les différentes unités de base pour en

effectuer la reconnaissance. Cette opération consiste de générer un découpage de

l'image en des éléments susceptibles d'être reconnus, en décortiquant par exemple

le caractère en sous caractères simples à identifier (Hachour, 2004). Il existe deux

techniques qui permettent la mise en œuvre de la segmentation:

• la segmentation implicite: qui cherche à découper une image de texte en

pseudo images en intervalles de grandeur régulière.

• La segmentation explicite: consiste à utiliser des points caractéristiques

dans le mot (le contour supérieur, ou les points d'intersection par exemple).

2.2.3.4 Extraction des primitives (caractéristiques)

Tout système de reconnaissance, traitant des données réelles (images ou signaux

acoustiques), nécessite un passage par une phase d'extraction de primitives ou de

caractéristiques pour transformer une image en un vecteur de primitives de taille

fixe. Cette transformation revient à changer l'espace de représentation des données

(du plan de l'image) vers un espace à N dimensions. L'extraction des primitives est

définie comme un " problème d'extraction à partir de l'image, de l'information la
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plus pertinente, pour un problème de classification donné, c'est-à-dire celle qui

minimise la variabilité intra-classe et qui maximise la variabilité interclasse "

(Devijver et al., 1982).

Il faut noter que le choix des primitives est critique, et influence nettement le

résultat de la reconnaissance même si on utilise un classificateur très performant.

Ces primitives (caractéristiques) à extraire doivent être discriminantes et permettre

une bonne différentiation entre les classes de symboles à reconnaître. Les

primitives sont classifiées de plusieurs façons : les primitives globales, les

primitives locales, les primitives topologiques ou métriques, les primitives

structurelles et les primitives statistiques.

2.2.3.5 Apprentissage

C'est une étape clé dans le système de reconnaissance qui consiste à caractériser les

classes de formes de façon à bien distinguer les familles homogènes de formes. Il

existe deux types d'apprentissage: supervisé et non supervisé (Duda et al., 2001).

a) Apprentissage supervisé

L'apprentissage est dit supervisé s'il est guidé par un professeur (superviseur) qui

permet de faire associer une étiquette pour chaque forme. Cette étiquette permet

d'indiquer au module d'apprentissage la classe dans laquelle le professeur souhaite

que la forme soit classée. Les données sont stockées dans une table d'apprentissage

qui est considéré comme une référence pour le professeur pour classer d'autres

formes. L'apprentissage supervisé consiste à étudier et analyser les ressemblances

entre les éléments d'une même classe et les dissemblances entre les éléments de

classes différentes pour en déduire la meilleure partition de l'espace des

représentations.
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Dans le système de la reconnaissance de l'écriture, l'apprentissage supervisé est le

plus utilisée, et plus particulièrement pour l'écriture des caractères manuscrits

isolés car les classes naturelles sont connues et en nombre limité (Benahmed,

2002).

b) Apprentissage non supervisé (automatique)

Ce mode d'apprentissage est appelé aussi apprentissage sans professeur. Il

nécessite un nombre élevé d'échantillons et de règles de construction précise et non

contradictoires pour bien former des classes. Il permet aussi de renseigner

l'utilisateur sur les ambiguïtés entre les caractères afin d'agir en conséquence. Une

fois l'apprentissage effectué, le système doit être, à partir d'un ensemble de données

appelé base de test, validé par une phase de test pour déterminer ses capacités de

généralisation.

2.2.3.6 Test

C'est une étape importante car elle peut mettre en cause le choix des primitives ou

le choix de la méthode d'apprentissage. Le test permet d'évaluer ou de tester les

performances du classificateur pour un apprentissage donné. Le test d'une donnée

se déroule en trois étapes : l'acquisition des observations de l'objet à tester,

l'extraction des mêmes caractéristiques utilisées lors de l'apprentissage et le

classement parmi les classes Cb C2, ..., Cj par la règle de décision.

Comment mesurer les performances d'un classificateur ? (Gasmi et al., 2005)

Pour une entrée donnée, un classificateur peut générer les réponses suivantes:

• Un rejet : Le classificateur n'a pas pu identifier cette entrée.

• Une reconnaissance : Le classificateur a bien identifie l'entrée, et il lui

attribue sa classe appropriée.
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Le calcul du taux de rejet et le taux de reconnaissance permet de mesurer la

performance d'un classificateur.

Taux de rejet

Taux de Connaissance =

Nombre de forme rejetées
Nombre total de formes

Nombre de formes reconnues
Nombre total de formes

(1.1)

(1.2)

2.2.3.7 Classification

La classification correspond au passage de l'espace de représentation vers l'espace

d'interprétation. Le rôle d'un classificateur est de déterminer, parmi un ensemble

fini de classes, à laquelle appartient un objet donné à partir des vecteurs de

primitives (caractéristiques) extraits de cet objet (voir la figure 2.5).

Extraction et

PrétraitementPremière

Représentation

Deuxième

Représentation

Figure 2.5 : Chaine d'un dispositif de classification.

Il existe de nombreux classiflcateurs qui sont plus au moins bien adaptés à la

reconnaissance de l'écriture. On peut citer:

• Approche syntaxiques qui se base sur une grammaire formelle où chaque

caractère est représenté par une phrase dans un langage dont le vocabulaire

est constitué à partir de primitives.
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• Approche de comparaison de chaîne qui consiste à mesurer la similitude

entre les chaines de primitives qui représente les chaînes de caractères et un

modèle de référence par le calcul de distance.

Ces deux approches ne sont pas très adaptées à la reconnaissance de l'écriture

manuscrite qui présente une grande variabilité. Les classîficateurs les plus utilisés

dans ce type de système de reconnaissance sont:

• les réseaux de neurones ;

• Les machines à vecteurs de support (SVM) ;

• Les classificateurs statistiques par les modèles de Markov(HMM).

Dans notre étude, nous allons exploiter l'approche markovienne qui est décrite en

détail dans le deuxième chapitre.

2.2.3.8 Post-traitement

Le post-traitement est un traitement ultérieur de la classification. Il permet:

(Belaid,2001)

• d'améliorer le taux de reconnaissance en faisant des corrections

orthographiques ou morphologiques à l'aide de dictionnaire ;

• de corriger les erreurs commises par l'étape de reconnaissance en s'appuyant

sur des informations lexicales, syntaxiques et sémantiques.

2.3 Conclusion

Dans ce chapitre, nous avons présenté la reconnaissance automatique de l'écriture

manuscrite qui est un domaine de la reconnaissance de forme dans lequel les

recherches sont particulièrement actives, en précisant les facteurs de difficulté

pour son traitement, puis détaillé les différentes étapes suivies pour la réalisation

d'un système de reconnaissance telle que le prétraitement de l'écriture manuscrite,

19



Chapitre 2. La Reconnaissance de l'écriture manuscrite

l'extraction des primitives, les différents types d'apprentissage ainsi que les

méthodes de classification comme l'approche markovîenne qui est étudier en

particulier.
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Chapitre 3

Le Modèle de Markov Caché HMM

L 'objectif du troisième chapitre est de présenter le modèle de Markov

caché appelé aussi HMM (en anglais Hidden Markov Modèle) comme

outil très célèbre pour résoudre le problème de la reconnaissance

automatique de l'écriture manuscrite. Ce chapitre débutera par une introduction au

HMM, ensuite nous verrons la définition formelle des HMMs, leurs propriétés

mathématiques, leurs trois principaux problèmes ainsi que les algorithmes qui

servent à les solutionner.
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3.1 Introduction

Riche en propriétés et fondé sur des bases mathématiques solides, le modèle de

Markov caché est une des méthodes stochastiques les plus robustes pour la

modélisation des processus physiques aléatoires et temporels. Ils combinent les

propriétés à la fois des distributions de probabilités et d'une machine à états. Ces

propriétés en font une des modélisations les plus efficaces actuellement en

reconnaissance de la parole et bien en d'autres domaines (Alani et Guellif, 1986).

Un HMM modélise aussi bien les observations de nature discrète (par exemples les

caractères d'un alphabet fini), que celle de nature continue (fréquence d'un signal,

température) (Vincent, 2005).

Le Modèle de Markov Caché (Rabiner, 1989) est un modèle Markovien à états

finis. Les états sont décrits par des probabilités de transition entre eux, ce sont des

événements indirectement observables et virtuels représentant une certaine

combinaison d'événements réels et qui ont ainsi des probabilités d'émissions de

tels événements. Les paramètres de transition entre les états modélisent les

variabilités temporelles, tandis que ceux de distribution d'émission modélisent les

variabilités spectrales. C'est le cas d'un processus aléatoire double puisqu'il est

constitué d'une variable cachée (ou interne) représentant l'état du système et d'une

autre variable observable appelée observation qui est conséquence de cet état

interne (Elghazel, 2007).

3.2 Définitions formelles

3.2.1 Une chaîne de Markov (voir la figure 3.1)

Soit E un espace dénombrable, appelé espace d'états. Les i e E sont appelés états.

Définition. On considère une suite de variables aléatoires à valeurs dans E, (Xn),

neN. Cette suite est une chaîne de Markov si elle possède la propriété suivante,

dite de Markov, pour tout n > 1, et pour tout iO, i l , . . ., in-1, in, in+1 telle que :
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P(XO - i O , . . . , Xn = in) > 0, on ait

P(Xn+1 - in+l|Xn - InA-l — ln-ls • • • - in+l|Xn - in). (1)
On parlera d'absence de mémoire et de processus Markovien à l'ordre 1. Plus

généralement, on peut définir un processus Markovien à l'ordre k si

in+i|Xn — i

— P(Xn+i — in+i[Xn — i

(2)

(3)

En posant Xn = (X

précédente s'écrit

•s Xn_k+i), à valeurs dans E , notons que l'équation

P(Xn+1 = in+i|Xn = in, Xn_i = in-i, . . • ? Xk_! = ik_i) = P(Xn+1 = in+i|Xn = in). (4)

On retrouve un processus Markovien à l'ordre 1, sur Xn = (Xn, . . ., Xn_k+1).

Figure 3.1 : Une chaîne de Markov à 5 états (Rabiner, 1989),
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3.2.2 Modèle de Markov Caché

Définition

Le modèle de Markov Caché est un automate stochastique à états finis. C'est un

double processus stochastiques avec :

• Le premier processus stochastique est un ensemble fini d'états, où chaque

état est associé à une distribution de probabilité d'émission de symboles

observables. Les transitions entre les différents états sont organisées par un

ensemble de probabilités dit les probabilités de transition.

• Dans le deuxième processus stochastique, dans chaque état un événement

peut être observé.

Les transitions entre les états se produisent entre deux instants discrets consécutifs,

selon une certaine loi de probabilité. La probabilité de chaque état ne dépend que

de l'état qui le précède immédiatement.

Les observations °t+nl

Figure 3.2 : Illustration graphique d'un modèle de Markov caché.

3.3 Les éléments d'un HMM

Un HMM est défini par cinq éléments suivants :

1. N, le nombre d'états dans le modèle, bien que les états sont cachés, mais
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pour certaines applications, ils sont une certaine signification par rapport

aux états physiques du modèle. Généralement, les états sont reliés entre eux

de telle manière que tout état peut être atteint à partir de n'importe quel

autre état (Modèle ergodique) ; toutefois d'autres modèles

d'interconnexions entre les états sont souvent utilisés et que nous allons

voir plus tard. On dénote l'ensemble des états S={S],S2,...,SN}, et l'état à

l'instant t comme qt.

2. M, le nombre des symboles d'observation distincts par état (la taille de

l'alphabet discret). Les symboles d'observation correspondent à la sortie

physique du système à modéliser. On dénote l'ensemble des symboles

d'observation corne V={vi,v2,.. -,VM}.

Si les observations sont continues alors M est infini.

3. A, la matrice de distribution de probabilité de transition entre les états

A={ajj} où

a i j = P(qt+i = s j |q t-s i ,) 1 < i , j < N ; sis Sj e S, t e {1,2,..., T}. (5)

La structure de cette matrice stochastique définit la structure de connexion

du modèle, dans le cas spécial où chaque état peut être atteint à partir de

n'importe quel autre état en une seule étape, on a :

ai j>0,Vijet E/Lia,y = l.

4. B, la matrice de distribution de probabilité d'émission du symbole

d'observation dans l'état j, B={bj(s)} où

bj(s) = P(Ot =vs qt - Sj), 1 < j < N et 1 < s < M. (6)

Si les observations sont continues, alors nous devrons utiliser une fonction

de densité de probabilité continue, au lieu d'un ensemble de probabilités
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discrètes.

5. Un vecteur de densité de probabilités initiales n = {îij} représentant la

probabilité que l'état de départ du modèle soit l'état i soit :

^i = P(qi = Si), avec 1 < i < N. (7)

La notation compacte X = (A, B, n) indique le jeu de paramètres complet d'un

modèle HMM (Rabiner, 1989).

Étant donné des valeurs appropriées de N, M, A, B et TT, le HMM peut être vu

comme un processus permet de générer la séquence d'observations Oi—> O2—»...—»

OT comme suit (Elghazel, 2007):

1. Choisir un état initial qi=Sj en accord avec la distribution de probabilité

initiale 71,

2. Mettre t=l,

3. Choisir Ot=vk en accord avec la probabilité d'émission du symbole dans

l'état Si, i.e. bi(k),

4. Transiter à un nouveau état qt+i=Sj en accord avec la probabilité de

transition pour l'état Si, i.e. a.j,

5. Mettre t=t+l ; retour à l'étape 3 si t<T ; sinon terminer la procédure.

Cette procédure peut être utilisée également comme un modèle décrivant la façon

dont une séquence d'observations donnée a été générée par un HMM approprié.
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R = 3
m = 3
H = {0.5,0.2,0.
V = (Beau, Mauvais,

Ensoleillé
Burmeux
Pluvieux

0,2
0.6
0.2

Figure 3.3 : Un exemple de modèle de Markov caché (HMM) (Elghazel, 2007).

La figure 3.2 illustre un exemple de HMM, où les états cachés sont (Beau,

Mauvais, Variable) et les observations émises sont (Ensoleillé, Brumeux,

Pluvieux).

3.4 Les trois problèmes fondamentaux d'un HMM

L'évaluation, le décodage et l'apprentissage étant les trois principaux problèmes à

résoudre pour qu'un modèle de Markov caché soit appliqué à un problème réel :

Problèmel. (Evaluation) : II consiste à savoir comment calculer la probabilité

P(O|X)? La solution à ce problème fournit la probabilité qu'une séquence

d'observation soit générée par le modèle X. Ce problème peut être vu comme un

problème d'estimation de la capacité d'un modèle donné à reconnaître une

séquence d'observation donnée.

Problèmel. (Décodage) : II consiste à savoir comment déterminer quelle séquence

d'états la plus probable qui a produit cette séquence d'observations? La solution à

ce problème fournit la séquence des états cachés correspondant à une séquence

d'observations donnée. Ce problème se réduit à l'idée de découvrir les états cachés

S, sans y avoir directement l'accès.
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Problèmes, (apprentissage) : II consiste à savoir comment régler le modèle À, afin

de maximiser P(O|X)? Il s'agit de ré-estimer les paramètres du modèle donné par un

corpus de séquences d'observations d'apprentissage.

Les problèmes 1 et 2 sont résolus à l'étape de décodage en utilisant soit la

probabilité Forward (Rabiner, 1989) ou l'algorithme de décodage de Viterbi

(Viterbi, 1967), alors que le problème 3 est résolu lors de la phase de

l'apprentissage en utilisant soit un algorithme classique tel que l'algorithme de

Baum-Welch et autres algorithmes dans le cas de CHMMS (Rabiner et al, 1986) et

(Rabiner, 1989).

3.5 La solution des trois problèmes fondamentaux d'un HMM

La solution du problème d'évaluation (Estimation) : Le problème d'évaluation

consiste à trouver la probabilité P(O A,) qu'une séquence d'observations O = {Oi,

Û2, ..., OT} a été générée par un modèle HMM donné X=(A, B, 71). Ce problème

traite de la reconnaissance, on cherche à calculer la vraisemblance. C'est à dire

qu'à partir d'un modèle représentant un mot, il est possible en fonction des

caractéristiques en entrée représentées sous forme d'observations de déterminer

quel est le pourcentage de correspondance de la séquence avec le mot. Les

algorithmes qui permettent de calculer la probabilité sont des algorithmes de

programmation dynamique appelés Forward et Backward (Rabiner, 1989). A

chaque instant et pour chaque état, on calcule la probabilité d'avoir émis un

symbole et d'avoir passé une transition. La probabilité d'avoir générée la séquence

est donc la somme des probabilités de chaque état.

Etant donnée un modèle A, = (A, B, ?t) et une séquence d'observations

O=(OisO2,.. .,OT), P(O X) doit être trouvée.

Soit une séquence d'états Q=qiq2-..qT où qi est l'état initial. La probabilité

d'observer la séquence O sachant la séquence d'états Q :
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roi (8)

Où les observations sont supposées statistiquement indépendantes, nous aurons :

P(O|QJl) = à. (Oi\ba (O-,)..Jba (OT) /m^ iv, fti u fci 2; ,,v ^ (9)

La probabilité de la séquence d'états Q sachant X s'écrit :

9i hit 02Î3 7-1 r (10)

La probabilité que O et Q se produisent simultanément est le produit des deux

dernières formules :

Donc la probabilité de la séquence d'observations O sachant 'k est obtenue

additionnant cette dernière probabilité jointe sur toutes les séquences possibles

d'états (une probabilité de génération doit être calculée pour chaque chemin

possible, ensuite faire leur somme) comme suit :

allQ (12)

,, A,

Avec cette formule, il faut effectuer environ 2TNT opérations pour obtenir P(O X).

En pratique, il est impossible d'effectuer ce nombre d'opérations. Comme solution

à ce problème, l'algorithme Forward-Backward (Baum, 1967) offre une méthode

de calcul nettement moins complexe, utilisant une variable auxiliaire :

at (i) = P(0,, 02,... A ,<7, = St? (13)
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at(i) est nommée la variable Forward, c'est la probabilité d'une partie de la

séquence d'observations Oi, O2,..., Ot de sorte que le modèle soit à l'instant t au

ième état sachant le modèle X.

L'algorithme Forward-Backward se présente comme suit :

• La fonction Forward.

Forward : c'est par rapport à l'induction dans l'algorithme qui est réalisée en avant

(t croissant), la probabilité de générer le premier symbole de la séquence est

calculé en premier lieu. Ensuite par induction, à chaque étape un symbole est

rajouté en réitérant la procédure jusqu'à l'épuisement de la séquence entière des

observations (symboles). Cet algorithme se présente de la manière suivante :

1 . Initialisation :

2. Induction :

N

(15)

3. Terminaison :

A'

(16)

L'étape de l'initialisation nécessite une opération pour chaque état du HMM (N

opérations). Quant à l'induction, pour chaque instant t et chaque état j, N
î

opérations. Sommés sur la totalité des instants et des états, on aura N T opérations
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au lieu de 2TNT effectuées en cas de calcul direct. La dernière étape est le calcul de

P(O|X) requiert N opérations qui se traduit par la somme des variables terminales

de Forward aT(i) :

=S (17)

Le processus de l'estimation at(i) peut être illustré par une structure de réseau (voir

la figure 3.3)

Figure 3.4 : Illustration de l'estimation at+i(i) (Rabiner, 1989).

• La fonction Backward

Backward : c'est par rapport à l'induction dans l'algorithme qui est réalisée en

arrière (t décroissant).

De la même façon, on peut considérer la variable Backward :

(18)

Soit la probabilité la probabilité d'une partie de la séquence d'observations à partir

de t+1 à T, étant donné l'état Si à l'instant t et le modèle X. L'algorithme Backward

se présente comme suit :
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1. Initialisation :

(19)

2. Induction :

N

t=T-lT-2 (20)

A l'étape de l'initialisation, on met arbitrairement pT(i) à 1 pour tout i. comme le

montre la figure 2.4, et pour avoir été à l'état Si à l'instant t, en tenant compte de la

séquence d'observations à l'instant t+!3 on doit examiner tous les états possible Sj

à l'instant t+1, soit la transition de si à Sj ( i.e. ay), ainsi que l'observation Ot+i à

l'état j (i.e. bj(Ot+i)), ensuite prendre en compte la partie de la séquence

d'observations à partir de l'état j (i.e. Pt+i(j))-

.->

Le calcul de pt(i), 1 < t < T, 1 < i < N, est d'ordre de N T opérations, qui peut être

effectué dans une structure de réseau similaire à celle de la figure 2.3b.

Pour résoudre le premier problème, il suffit de calculer uniquement la partie

Forward. Tandis que la partie Backward permettra de résoudre le problème 3.

Figure 3.5 : Illustration des opérations nécessaires pour le calcul de la variable

pt(i) (Rabiner, 1989).
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La solution du problème de décodage : Etant donné la composante observables

qui est la séquence d'observations O=(Oi,O2,..-,OT), et le modèle HMM A, = (A,

B, TI), on recherche la composante cachée du processus qui est la séquence d'états

associée à O d'une façon optimale. Cette séquence d'états optimale peut être aussi

appelée « le chemin le plus probable ». La difficulté réside dans la définition de la

séquence d'état optimale. Il existe plusieurs critères d'optimisation, le plus utilisé

est celui de trouver la séquence d'états qui maximise P(Q|O,V), ce qui est

équivalent à maximiser P(Q,O|X). Pour ce faire, une technique basée sur les

méthodes de la programmation dynamique appelée l'algorithme de Viterbi

(Viterbi, 1967) et (Forney, 1973).

L'algorithme de Viterbi utilise la variable auxiliaire

= max
q,,qzv-flM (2l)

^t(i) est la probabilité maximale de générer la séquence des t premières

observations O=OiO2...Ot suivant un chemin unique amenant à l'état Si à l'instant

t. Par induction nous avons :

t ,
l < i < N , l < t < T - l (22)

Ici nous avons besoin de garder trace de la meilleure suite d'états amenant à Si à

l'instant t, qui maximise l'équation (15) par le biais d'un tableau \|/.

• L'algorithme de Viterbi

1 . Initialisation :

(23a)

33



Chapitre 3. Le modèle de Markov caché HMM

(23b)

2. Réccursion :

[^(l^jjJbjCOf),
1 < j < N , 2 < t < T . (24a)

< j < N , 2 < t < T . (24b)

3. Terminaison :

P* = max[£T(i)],
(25a)

q^ =argmax[^T(i)],
(25b)

4. Le chemin (suite d'états) rétro-propagation :

Qt =^t+i(qt+i)» t=T-l,T-2, ...,1. (26)

La fonction arg permet de mémoriser l'indice i, avec lequel on atteint le maximum

des probabilités[S«®*'*}.

L'algorithme de Viterbi, mise à part l'étape de la rétro-propagation, est similaire à

la fonction Forward les formules de (14) à (16), à la différence de la maximisation

dans (24a), des probabilités attachées aux états précédents au lieu de la somme de

ces probabilités.

Les deux solutions précédentes aux deux premiers problèmes fondamentaux

supposent disposer d'un modèle HMM construit et paramétré pour pouvoir

modéliser d'une façon satisfaisante les séquences à traiter.

34



Chapitre 3. Le modèle de Markov caché HMM

La solution du troisième problème (Apprentissage du modèle) :L'apprentissage

consiste à entrainer un HMM à partie d'une structure connue. Comment ajuster les

paramètres du modèle ^=(TT, A, B) pour maximiser P(OtX)? Selon (Alani et

Guellif, 1996) II n'existe pas de solutions analytiques directes permettant une

optimisation globale pour construire le modèle. Néanmoins, le modèle fa=(n, A, B)

peut être choisi tel que P(Ot|A,) est un maximum local via une procédure itérative

telle que celle de BAUM-WELCH, basée sur l'estimation par le maximum de

vraisemblance, «Maximum Likelihood MLE » (Bilme, 1998), ou bien d'autres

méthodes comme les techniques de gradient (liporace, 1982).

Ce concept consiste à utiliser des procédures de ré-estimation qui affinent le

modèle petit à petit comme suit :

• Choisir un ensemble initial de paramètres ^0 ;

• Calculer A,i à partir de X0 ;

• Répéter ce processus jusqu'à un critère d'arrêt (L'algorithme se termine

lorsque la variation du maximum de vraisemblance atteint un certain seuil).

La procédure de ré-estimation est hautement dépendante de la définition de chaque

paramètre du modèle. Soient les formules de ré-estimation suivantes pour A, B et

7l :

/ = Nombre espéré defoisd'être à l'état i à t = 1

Nombre espéré de transition de i vers j

le nombre espéré defoisd'être dansl'étatj (28)

le nombre de fois espéré d'être dans l'état i, en observant le symbole vk
(k) = - (29)

lenombredefoisd'être dansl'état j v '
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TIME r-1 r+1 t + 2

Figure 3.6 : Illustration des opérations nécessaires pour le calcul la variable »*OïJ)

dans la formule (30) et la variable ^'^ dans la formule (32) (Rabiner et Juang,

1993).

Pour décrire mathématiquement ces dernières formules d'apprentissage, soit :

bfwl/ la probabilité de visiter l'état i à l'instant t, et l'état j à l'instant t+1 étant

donné le modèle et la suite d'observations O= OiO2.. .OT,

(30)

Regardant la figure 3.5 et la définition des variables Forward et Backward, la

formule 31 peut être écrite de la façon suivante :

a )flM (j)

N A'

(31)

La somme des *t™M pour 1 < t < T-l, donne le nombre prévu des transitions de i
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Dans le but d'apprentissage, définissons la probabilité d'être dans l'état i à l'instant

t, étant donné la séquence d'observations O et le modèle X, comme :

~

En utilisant de nouveau la définition des variables Forward et Backward, la

formule 3.32 peut être écrite comme suit :

N

(33)

Par conséquence, **\**' et '**"' peuvent être liés par la somme de *AOJ surj

allant de 1 à N :

N

(34)

La somme de **^ dans le temps (1 < t < T) donne le nombre de fois où l'état i

est visité. Si l'instant T est exclu, en d'autre terme sommer pour 1 < t < T-l, ceci

donne le nombre de transitions à partir de l'état i. donc les formules de ré-

estimation s'écrivent comme suit :

1 . Nombre espéré de fois d'être à l'état i à t=l

= r\)

N

(35)
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2. Nombre espéré des transitions de i vers j sur le nombre espéré de fois d'être

dans l'étatj

r-i

r-i

r-i

(36)

3. Le rapport entre le nombre espéré de fois d'être dans l'étatj, en observant le

symbole vk et le nombre de fois d'être dans l'étatj :

T-l

(37)

En d'autres termes, c'est la fréquence d'occurrence de vk à l'étatj par rapport à la

fréquence d'occurrence de n'importe quel symbole à l'étatj.

L'algorithme de Baum-Welch peut être représenté d'une manière itérative comme

suit :

1. Jnitialiser le modèle :

b0j (Ot)}, pour 1 < i < N, 1< j < N, (38)
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2. Calculer ^'^ et ^0 pour 1 < i < N, 1< j < N, en utilisant les fonctions

Forward-Backward.

3. Nouvelles estimations, k=l,2,3,...

^ im ̂  <H (39)

Recommencer en 2 jusqu'à un certain point limite (le test d'arrêt est généralement

le nombre d'itérations fixé empiriquement).

Les valeurs de l'initialisation du modèle influent sur le modèle final. Il est

nécessaire de bien choisir le modèle initiai pour éviter les maximums locaux. Les

valeurs nulles dans A et B au départ restent nulles à la fin de l'apprentissage. Les

ré-estimations s'effectuent sur un ensemble de suites d'observations qu'on appelle

corpus d'apprentissage. Ainsi, la taille de ce corpus influe, elle aussi, sur le modèle

final.

On peut distinguer dans le problème de l'apprentissage d'un HMM deux cas de

figure distincts, suivant que la structure (nombre d'états du HMM et transitions

autorisées) est connue ou ne l'est pas. Lorsque la structure est connue, le problème

se réduit à un problème d'entraînement consistant à estimer les paramètres

numériques (distributions de probabilité de première visite, de transition et de

génération) de manière à expliquer au mieux les séquences d'apprentissage. Pour

certaines applications, on ne dispose pas de connaissances suffisantes pour inférer

naturellement la structure du HMM. L'apprentissage devient alors encore plus

difficile. Il ne suffit plus de paramétrer une structure mais il faut également déduire

cette structure des exemples fournis (Vincent, 2005).
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3.6 Les types des HMM

Le type d'un HMM peut être spécifié suivant des contraintes :

• Par rapport à la matrice de transition A (Ergodique ou Gauche-Droite) ;

• Par rapport à la densité de probabilité d'observation bj(Ot) (Discrète

DHMM, Continue CHMM ou Semi-Continue SCHMM);

• Par rapport à la durée de séjour dans un état (Durée variable Discrète

VDHMM ou Durée variable Continue CVDHMM) ;

• Par rapport à l'ordre de la chaine de Markov (HMM d'ordre r).

3.6.1 Les contraintes sur la matrice de transition

Les HMM peuvent être classés en deux types de modèles, selon les contraintes

imposées sur la structure de la matrice de transition A.

3.6.1.1 HMM ergodique

Dans ce qui précède, le HMM a été discuté sans aucune contrainte sur la matrice

A. tous les états étaient complètement connectés, ce qui peut être appelé comme un

modèle ergodique où chaque état peut être atteint à partir de n'importe quel état en

une seule transition (voir la figure 3.6). Tous les éléments dans la matrice A sont

différents de zéro ay^O pour 1< ij < N.

Figure 3.7 : HMM Ergodique à 4 états.
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3.6.1.2 HMM Gauche-Droite (Left-to-Right) (Jelinek, 1976) et (Bakis, 1976)

Certains applications telles que la reconnaissance vocale et la reconnaissance de

caractères nécessitent certaines contraintes sur la matrice de transition d'état, ce qui

implique la modification de la conception classique « ergodique » à ce que l'on

appelle « Left-to-right » ou Gauche-Droite, dite également le Modèle de Bakis

(voir la figure 3.7). Ce modèle impose par nature un ordre temporel du HMM, vu

que les transitions d'un état vers un autre ayant un indice inférieur sont interdites

Figure 3.8 : Le modèle de Bakis à 6 états.

Trois contraintes principales sont appliquées ici:

1. Le premier symbole de la suite d'observations est produit à l'état initial ql

avec :

0 (40)

Les transitions ne sont pas autorisées vers les états dont l'indice est inférieur à

celui de T'état actuel ou à des instants inférieurs ou égaux (dès qu'un état est visité,

il ne le sera plus tard) :

« i j = 0,
(41)
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2. La dernière observation est générée dans un état final qN avec :

bT(y) = l,
= 0,

j = N

(42)

La matrice de transition d'un HMM Gauche-Droite à 4 états sera :

A =

'11
0 «

0

0

!12 '14

22 a23 a24

0 «33 «34

0 0 UAA

3. Dans Certaines applications limitent encore les transitions entre les états en

imposant des contraintes supplémentaires. Une variante du modèle gauche-droite

est le modèle gauche-droite parallèle qui permet des trajectoires multiples à travers

les états où chaque trajectoire peut sauter un ou plusieurs états.

(43)

Soit A = 1 , alors A devient :

A =

12an a

0 «22
0 0

0 0

0

a23

0

0

«33 «34

0 «44

Une deuxième variante du modèle Gauche-Droite est le modèle circulaire (voir la

figure 3.8). Dans le modèle de Bakis les états initial et terminal sont reliés par des

probabilités de transition d'état.
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3.9 : HMM Circulaire à 8 états.

Les procédures de ré-estimation des paramètres d'un modèle de Markov sont telles

que, si certains de ces paramètres sont initialement mis à zéro, ils resteront nuls

tout au long de la phase d'entraînement. Ceci permet donc de conserver les

contraintes imposées à la structure du modèle (Vincent, 2005).

3.6.2 Le type de densité de probabilité

3.6.2.1 HMM Discret

Les observations (vecteurs de caractéristiques) sont généralement continues quand

elles découlent des événements physiques continus dans le temps. Dans ce cas, ces

observations continues doivent être quantifiées à l'aide d'un dictionnaire

(CodeBook). Pour ce faire trois étapes doivent être traitées:

1. Un ensemble de vecteurs de valeurs réelles d-dimensionnel doit être réduit à

k vecteurs d-dimensionnel par la quantification vectorielle et générer un

CodeBook (Algorithme K-means clustering).

2. Trouver le vecteur du dictionnaire (CodeBook) le plus proche du vecteur de

caractéristiques courant.

3. Utilisez l'index de ce vecteur dans le dictionnaire comme le symbole

d'émission (entrée pour le DHMM).
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3.6.2.2 HMM Continu

Jusqu'à présent, nous avons vu des Modèles de Markov Cachés discret, les

observations prenaient des valeurs appartenant à un alphabet fini, et leurs

probabilités étaient définies dans chaque état par un ensemble fini de valeurs, les

observations continus implique donc une phase préalable de quantification, avec

les dégradations qui en résultent (Juang, 1985).. Il est dès lors nécessaire d'inclure

une fonction de densité de probabilité d'observations continues dans les modèles

de Markov. L'apprentissage d'un modèle de Markov à temps continu nécessite la

disponibilité d'une très grande quantité de données.

3.6.2.3 HMM Semi-Continu

Huang et Jack (Huang et Jack, 1988) ont proposé une approche qui consiste à

combiner un DHMM et un CHMM, le modèle obtenu s'appelle HMM Semi-

Continu (SCHMM). Le principe de base de ce modèle consiste à remplacer les

probabilités des symboles d'observations discrètes par une combinaison des

probabilités des symboles d'observations discrètes et des fonctions de densités de

probabilités continues dérivées du dictionnaire de la quantification vectorielle.

3.7 Quantification vectorielle

La quantification convertit des données continues à une série de données discrètes,

ce qui est différent des données d'origine par l'erreur de quantification. La

quantification indépendante de chaque paramètre du vecteur caractéristique est

appelée quantification scalaire, tandis que la quantification conjointe d'un vecteur

est appelée quantification vectorielle notée QV. (Linde et al., 1980) (Makhoul et

al., 1985). Cette quantification vectorielle peut être considérée comme un

processus d'élimination de la redondance en compressant les vecteurs

caractéristiques extraits. Les vecteurs caractéristiques sont regroupés dans des

sous-espaces autour de certain centres (appelé aussi centroïdes ou représentants).

44



Chapitre 3. Le modèle de Markov caché HMM

Ainsi, la QV. extrait ces centres et les mettre dans un dictionnaire (CodeBook).

Ensuite, la table de codage peut être utilisée pour indexer un nouveau vecteur de

caractéristiques en trouvant le centroïde qui lui est plus proche selon une certaine

norme.

Dans notre système, les HMMs utilisés pour la modélisation des chiffres manuscrit

sont discrets, c'est à dire leurs densités de probabilités d'observations sont de

nature discrète. Dans ce cas, une quantification vectorielle est nécessaire. Nous

allons utiliser la quantification vectorielle non-supervisée par segmentation suivant

le principe des k-moyennes (K-means en anglais) (MacQueen, 1967). Après

l'extraction des vecteurs des caractéristiques des chiffres, où chaque vecteur des

caractéristiques continu (représentant une zone), doit être mis en correspondance

avec l'un des indices discrets disponibles dans un CodeBook précédemment conçu.

Cette correspondance revient à un calcul de distance entre le vecteur en question et

les centroïdes du CodeBook.

3.7.1 Mesure de distance

Quand x est quantifié comme Vj, une erreur de quantification est obtenue et une

mesure de distance d(x,ys) peut être définie entre le vecteur des caractéristiques x et

le vecteur centroïde YJ. Le carré de la distance euclidienne est une mesure de

distance parmi les plus populaires utilisées dans la QV.

La distance euclidienne est définie par :

<43>

Où xw est la i-ème composante du vecteur des caractéristiques, y/1* est la i-ème

comp osante du vecteur centroïde Vj.
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3.7.2 L'algorithme des K-means

L'algorithme de clustering K-means est un algorithme de classification non

supervisé (les classes ne sont pas connues à priori). Il a été largement utilisé dans

la reconnaissance de la parole comme une approche dynamique de clustering

(Délier et al., 2000). Cet algorithme a été identifié par IEEE International

Conférence on Data Mining (ICDM) en décembre 2006 comme top 10 des

algorithmes dans la communauté des recherches en fouille de données (Wu et al.,

2008). Il consiste à regrouper n observations en k groupes (clusters) mutuellement

exclusifs. Chaque cluster est représenté par un vecteur qui est la moyenne de ceux

existants dans le cluster. Par conséquent, les vecteurs seront finalement affectés au

cluster avec la moyenne la plus proche. Le but de l'algorithme K-means est de

minimiser la distorsion (somme des distances entre les vecteurs exemples et les

centres de gravité des clusters auxquels ils appartiennent) (MacKay, 2003) et par

conséquence maximiser la similarité intra-classes et la minimiser en interclasses.

La création du CodeBook se fait en se basant sur les séquences de vecteurs

d'apprentissage, elle consiste à :

• K moyennes (vecteurs moyens) sont sélectionnées aléatoirement à partir

de l'ensemble des vecteurs des caractéristiques de toutes les images

d'apprentissage (K est la taille maximal du CodeBook à créer) ;

• Affecter chaque vecteur au i-ème cluster s'il est plus proche à la i-ème

moyenne (parmi les k-moyennes initiales) ;

• Le centroïde de chaque cluster devient la nouvelle moyenne ;

• Répéter les étapes 2 et 3 jusqu'à ce que la somme des distances entre

chaque vecteur et le centroïde de son cluster ne puisse décroitre

d'avantage.
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Vu la nature heuristique de l'algorithme K-means, le résultat dépend énormément

du cluster initial. Aussi, la taille K du CodeBook affecte directement la

performance de la reconnaissance par les HMMs conçus. D'après les expériences

que nous avons menées sur trois CodeBook tel que K égale à 128, 190 et 230, ce

dernier a donné de meilleurs résultats.

3.8 Conclusion

Les principales applications des HMMs se classent en deux catégories. La

première traite des problèmes de reconnaissance ou de classification, la seconde a

trait aux problèmes de segmentation de séquences (i.e. le découpage d'une

séquence en sous-séquences de différents types). Dans notre cas, nous allons

utiliser les HMMs discrets pour la classification des chiffres manuscrits isolés. Les

HMMs se sont montrés extrêmement utiles dans le domaine de la reconnaissance

de la voix (Kriouille, 1990) et de l'écriture manuscrite, ils offrent plusieurs

avantages, il n'est pas nécessaire de segmenter l'écriture cursive sur laquelle ils

tolèrent des variations et ils résistent au bruit. Ainsi que les outils de

développement appropriés aux HMMs sont disponibles et gratuits.

Les HMMs sont utilisé par de nombreux chercheurs dans la reconnaissance de

mots manuscrits comme (Pechwitz et Màrgner, 2003) et (Safabakhsh et Adibi,

2005), la reconnaissance du texte manuscrit comme (Al-Muhtaseb et al., 2008) et

(Bunke, 2004), la reconnaissance de caractère manuscrit comme (Dehghani, et

Shabani, 2001) et la reconnaissance des chiffres manuscrits arabes (Mahmoud,

2008).
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Chapitre 4

La Reconnaissance Des chiffres manuscrits isolés

Dans ce chapitre, nous exposerons l'approche de la reconnaissance des

chiffres manuscrits isolés, les algorithmes utilisés ainsi que les

expériences effectuées sur la base MNIST et les résultats obtenus.
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4.1 Introduction

II est simple pour l'homme de reconnaître le chiffre "3" écrit par divers scripteurs,

mais pour un système de reconnaissance, ces différentes écritures sont

complètement différentes. La figure 4.1 ci-dessous illustre le problème de

reconnaissance.

Figure 4.1: Le chiffre 3 écrit par différents scripteurs

Le but est donc de reconnaître ces « 3 » comme identiques.

Notre travail a pour objectif de mettre au point un système de reconnaissance basé

sur les modèles de Markov caché capable de reconnaître les 10 chiffres manuscrits

isolés, que nous évaluons sur la base de données MNIST.

4.2 Matériels utilisés

Pour la réalisation des différentes expériences, un ordinateur de bureau a été utilisé

avec un processeur Intel Coré i5 avec une vitesse de 2.27 Ghz, et une mémoire

vive RAM installée de 4 Go. Le système d'exploitation utilisé est le Windows7.

L'application est développée sous Matiab version 7.12.0635 (R201 la).

4.3 Présentation de la base de données MNIST

Dans le cadre de notre travail, la base de données utilisée est celle de chiffres

manuscrits hors ligne MNIST (LeCun, 1998) disponible, gratuitement, sur

Internet. Elle est composée de 70000 images extraites de la base NIST (National

49



Chapitre 4. La reconnaissance des chiffres manuscrits isolés

Institute of Standards and Technology), scindée en deux bases d'apprentissage

composée de 60000 images et de test composée de 10000 images (voir tableau

4.1).

Les caractéristiques de la base MN1ST sont: (voir figure 4.2)

• Chaque chiffre est associé à une image en niveaux de gris sur 256 valeurs ;

• Toutes les images ont la même taille (28x28) ;

• Les images sont centrées ;

• Les deux bases, d'apprentissage et de test ont été écrites par 250 scripteurs

environ.
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Figure 4.2: Un échantillon de la base MNIST

Classe

•o
1

2

3

4

5

6

Apprentissage

5923

6742

5958

6131

5842

5421

5918

Test

980

1135

1032

1010

982

892

958
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7

8

9

Total

6265

5851

5949

60000

1028

974

1009

10000

Tableau 4.1: La distribution des individus par classes dans MNIST.

Afin d'optimiser les paramètres escomptés, la base d'apprentissage a été scindée en

deux parties. Une partie comportant 40000 images utilisée pour l'apprentissage des

modèles et l'autre partie comporte 20000 images pour la validation. La base de test

est utilisée, uniquement, pour l'évaluation finale des modèles. La partition, ainsi,

réalisée de la base MNIST est illustrée dans le tableau 4.2 ci-dessous:

Chiffre Base d

0

1

2

3

4

5

6

7

8

9

3924

4563

3943

4081

3909

3604

3975

4125

3860

4016

'apprentissage

1999

2179

2015

2050

1933

1817

1943

2140

1991

1933

Base de Test

980

1135

1032

1010

982

892

958

1028

974

1009

Total
40000 20000

60000

développement Validation

10000

Test

Tableau 4.2: La base d'apprentissage (développement+validation), la base de test,

avec le nombre d'éléments de la classe associé
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4.4 Le système proposé

L'objectif principal de l'étude est de mettre en œuvre un système de reconnaissance

des chiffres manuscrits isolés basé sur les modèles de Markov Caché (HMM). La

base de données (MNIST) utilisée comporte (voir tableau 4.2):

• 60000 images pour l'apprentissage répartis en 40000 images pour la

génération du CodeBook et 20000 images pour la validation.

• 10000 images de test pour évaluer le modèle trouvé.

Dans un premier temps une phase d'acquisition est réalisée afin de numériser le

chiffre manuscrit à reconnaître, suivie d'un ensemble d'opérations de

prétraitements afin d'éliminer ou du moins réduire le bruit qui l'encrasse pour

simplifier la procédure d'extraction des primitives (caractéristiques).

Deux topologies de DHMM (Discret HMM) sont utilisées dans nos expériences,

les HMMs ergodiques et les HMMs Gauche-Droite. Chaque chiffre est modélisé

par un HMM.

La figure 4.3 ci-après représente le schéma fonctionnel global de notre système de

reconnaissance:
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Image du
chiffre scannée

Prétraitement
(Binarisation, Amincissement, Normalisation) Extraction des caractéristiques

Vecteurs des caractéristiques :

Quantification
(Séquence d'observations)

Y={yi,y2,... ,VTÎ

P(Y/HMMGD0)

Calcule de la probabilité

Vl=
Max (P(Y/HMMGD0)

P(Y/HMMGD9)

P(Y/HMMGD9

Calcule de la probabilité

Max(vl,V2

P(Y/HMMERG0)

Calcule de la probabilité

Max (P(Y/HMMERG0),
P(Y/HMMERG9)

P(Y/HMMERG9

Calcule de la probabilité

Figure 4.3: L'architecture du système proposé de reconnaissance des chiffres

manuscrits isolés
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4.4.1 Acquisition

Les chiffres ont été scannés à 300 dpi et les images stockées sous plusieurs

formats (JPEG, BMP, TIF.. .etc.).

4.4.2 Prétraitement

Les prétraitements qui ont été appliqués sur les données brutes dans notre système

sont :

4.4.2.1 Binarisation

La binarisation est réalisée à l'aide de la fonction im2bw (image processing

toolbox de Matlab), (voir la figure 4.4):

Image Brute—i j- (mage Binaire

Figure 4.4: Binarisation d'une image contenant le chiffre 3

4.4.2.2 Amincissement

Les chiffres acquis sont d'une épaisseur variable ce qui influe sur les

caractéristiques qui les discriminent. Cette opération morphologique, s'effectue sur

une image déjà binarisée. Elle consiste à rendre tous les chiffres d'une épaisseur

d'un pixel (voir la figure 4.5):
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Image Binaire- Squelette-

Figure 4.5: Amincissement d'une image contenant le chiffre 2

4.4.2.3 Normalisation

La taille du chiffre manuscrit varie d'une écriture à l'autre. Pour la rendre

uniforme, nous avons appliqué des algorithmes de normalisation de taille et de

centrage (Al-Falou, 2000),(voir la figure 4.6):

• Image Brute- Image Binaire—. .— Squelette 1 — Normalisée-

Figure 4.6: De l'image brute à la normalisation du chiffre 6

4.4.3 Extraction des caractéristiques

Le choix de la méthode d'extraction des caractéristiques est un facteur important

dans la réalisation d'un système de reconnaissance. La méthode utilisée dans cette

étude, a été, principalement inspirée, du travail de Blumenstein (Blumenstein et al.,

2003), consacré à l'extraction des caractéristiques pour les systèmes de

reconnaissance des caractères isolés. L'image originale a été zonée en 9 zones de

même taille. Des caractéristiques structurelles au nombre de neuf et géométriques

au nombre de quatre sont, ensuite, extraites pour chaque zone. Le résultat de cette

étape est une séquence de neuf vecteurs de caractéristiques de 13 composantes,
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chacun représentée par une matrice de taille (13, N*9) où N est le nombre

d'images concernées par l'extraction. Enfin, les caractéristiques extraites sont

passés aux différents HMMS pour l'apprentissage et la reconnaissance.

-Zonage-

L J. J

Figure 4.7: Image du chiffre 5 divisée en 9 zones

4.4.3.1 Extraction des caractéristiques structurelles

Afin de fournir un vecteur d'entrée normalisé pour le système de classification

HMM, le chiffre manuscrit a été décomposé en neuf fenêtres de taille égale

(zonage, voir la figure 4.7). Pour chaque zone, on extrait des propriétés à savoir les

lignes verticales, les lignes horizontales, les diagonales droites et les diagonales

gauches. En plus, les points d'intersection entre chaque type de ligne sont localisés.

L'algorithme de l'extraction des segments de ligne localise, en premier lieu, le point

de départ et d'intersections dans une fenêtre particulière. Il procède, ensuite, à

extraire le nombre et la longueur des segments de lignes résultants en un vecteur

d'entrée contenant neuf valeurs à virgule flottante. Chacune des valeurs

composantes du vecteur d'entrée (voir la figure 4.8) a été définie comme suit:

1. Le nombre de lignes horizontales

2. La longueur normalisée de toutes des lignes horizontales

3. Le nombre de lignes diagonales droites

4. La longueur normalisée de toutes les lignes diagonales droites

5. Le nombre de lignes verticales

6. La longueur normalisée de toutes les lignes verticales
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7. Le nombre de lignes diagonales gauches

8. La longueur normalisée de toutes les lignes diagonales gauches

9. la surface normalisée du squelette.

!
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Figure 4.8: (a) l'image traitée, (b) les zones, (c) vecteur de caractéristiques

(Blumenstein et al., 2003)

Le nombre de ligne d'un type particulier est normalisé à l'aide de la méthode

suivante:

Valeur = 1 - ((nombre de lignes/10) x 2)

La longueur normalisée d'un type particulier de ligne est calculée comme suit :

Longueur = Nombre total de pixels dans ce type de ligne / Nombre total de pixels

dans la zone.

4.4.3.2 Extraction des caractéristiques géométriques

Après l'extraction des caractéristiques structurelles, nous passons aux

caractéristiques géométriques en appliquant certaines fonctions basées sur les
"\s régionales à l'aide de la fonction « regionprops » de Matlab 7.0.1

(Eaton, 2004) à savoir :

http://www.iTiathworks.fr/nroducts/matlab/ consulté 05/01/2013
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Surface régionale (Régional Area): Elle est définie comme le rapport

entre le nombre de pixels dans le squelette et le nombre total de pixels

dans l'image.

Excentricité (Eccentricity): Elle est définie comme l'excentricité de la

plus petite ellipse qui s'adapte au squelette de l'image.

Orientation : Orientation des axes, (voir la figure 4. 9).

Le nombre Euler: II est défini comme la différence entre le nombre

d'objets et le nombre de trous dans l'image.

Figure 4.9: La propriété géométrique « Orientation » (Matlab 7.0.1)

4.4.4 Quantification vectorielle et génération du CodeBook

Après l'étape de l'extraction, en prenant les vecteurs de caractéristiques d'entrée, le

quantificateur fournit des observations quantifiées sous forme de séquences au

décodeur de HMM discret pour la reconnaissance, en utilisant un CodeBook

généré par l'algorithme de K-means (K-moyennes) qui se présente en quatre

étapes:

1. Etape d'initialisation:

Charger l'ensemble d'apprentissage {v(ri),\<n<M\ vecteurs de caractéristiques.

Mettre m = 0 . Choisir un ensemble initial de vecteurs centroïdes yi (0), 1 < / < K.

2. Etape de classification:

Classifier chacun des vecteurs d'apprentissage {v(n),l<n<M} dans le cluster Ci le plus

proche.

vecz (m), si d(v,yî)<d(v,yf), tout j *i, l<j < K

3. Etape de mise à jour du vecteur code:
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m ~m +1 . Mettre à jour le vecteur centroïde de chaque cluster par le calcul de son

nouveau centroïde.

yi (m] = cent(Ci (m)), l<i <L.

4. Etape de test d'arrêt:

Si la diminution de la distorsion globale D(m) à l'itération m par rapporta D(m -1) est

inférieure à un certain seuil stop; sinon aller à l'étape de classification.

Dans les expériences que nous avons menés trois CodeBooks ont été crées, en

utilisant la base d'apprentissage constituée de 40000 images (voir le tableau 4.4),

soit 9*40000=360000 vecteurs à quantifier. Etant donné la mémoire limitée

utilisée par Matlab (max 2 Go), la taille maximum du CodeBook que nous avons

pu générer est de 232. Les deux autres CodeBooks sont de taille de 190 et 128

vecteurs codes.

4.4.5 Reconnaissance du chiffre

4.4.5.1 Apprentissage

L'apprentissage permet d'ajuster les différentes matrices et vecteurs pour les

rendre plus fidèles à un modèle, en passant les observations dans un modèle initial

et regardant comment il se comporte, voir quels états sont privilégiés et quelles

observations se font quand ? L'apprentissage consiste en prenant plusieurs

exemples d'observations à estimer la matrice A, la matrice B et le vecteur K. Nous

avons élaboré deux types de modèles HMM à savoir, un HMM du type gauche

droite et un HMM du type ergodique.

Une fois la topologie du modèle construite, il est nécessaire de bien choisir les

paramètres du modèle parce qu'ils influent sur les résultats. Puisque la taille du

corpus d'apprentissage influe aussi sur les résultats, la base d'apprentissage choisie

dans cette étude est de 20000 images (voir tableau 4.2) pour avoir une estimation

convenable du modèle. L'algorithme d'apprentissage se divise en trois parties:
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4.4.5.1.1 Initialisation (codage)

Cette phase consiste à échantillonner les données d'entrée en transformant les

données brutes en observations, qui seront apprises par les HMMs. Pour cela, on

définit pour chaque image un zonage de 09 zones (taille 3x3 pixels). Pour chaque

zone, on extrait les caractéristiques décrites dans la section extraction des

caractéristiques. Une image sera représentée par neuf vecteurs de caractéristiques

de 13 composantes chacun. Ensuite, les vecteurs résultants de l'extraction de toutes

les images au nombre de 9*nombre d'images, sont quantifiés en attribuant à

chacun l'indice du centroïde qui lui est plus proche dans le CodeBook approprié.

Le résultat de cette partie est un ensemble de séquences d'observations discrètes.

4.4.5.1.2 Entrainement

On peut distinguer deux cas différents dans le problème d'apprentissage suivant

que la structure (nombre d'états et les transitions autorisées du HMM) soit connue

ou ne l'est pas. Dans le cas où la structure n'est pas définie, l'apprentissage

devient alors plus difficile car il faut déduire cette structure des exemples fournis à

l'apprentissage avant de la paramétrer. Dans le deuxième cas, le cas de notre étude

où la structure est connue, l'apprentissage se réduit à un problème d'entrainement

qui consiste à estimer les paramètres numériques à savoir:

• La distribution des probabilités des transitions des états ;

• La distribution des probabilités des symboles d'observations dans chaque

état ;

• La distribution de la probabilité d'être initialement dans un état.

L'entrainement de nos modèles est effectué par l'algorithme de Baum-Welch

(Baum, 1972) basé sur le théorème de Baum qui garantit l'atteinte d'un optimum

local de la fonction de vraisemblance par ré-estimation des paramètres.
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L'algorithme d'entraînement de Baum-Welch (Hlaoui, 1999) se présente comme

suit:

Paramètres: N,M , seuil, maxiter

Avec N: le nombre d'états,

M: le nombre de symboles

Maxiter: nombre d'itérations

71 : la distribution initiale des états ;

A_m: la matrice de transition ;

B m: la matrice des émissions ;

1- Choisir un paramétrage initial X0={ 7l, A_m, B__m}, N, M ;

2- Charger les observations de toutes les occurrences d'un chiffre ;

3- Calculer les nouvelles matrices 7l, A_m, B_m en utilisant les fonctions

Forward Ot(i) et Backward pt(i) ;

4- Calculer la probabilité totale à partir de la matrice alpha ;

5-Retour à l'étape 4, si cette dernière probabilité est supérieure à un seuil déjà

fixé et on n'a pas dépassé le nombre d'itération maximal, si non, retour à

l'étape 1 pour traiter un autre chiffre.

4.4.5.1.3 Enregistrement

Les paramètres résultant de la partie précédente tels que : A_m, B_m et pi_m sont

enregistrés dans une base de données. Cette base servira pour la reconnaissance.

Le schéma du système d'apprentissage est représenté dans la figure 4.10 ci-

dessous:
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Images de la
classe 0
traitées *

Extraction des
caractéristiques

Quantification

— *.

Apprentissage
itératif (EM) HMMO

Images de la
classe 1
traitées ~" ~*

Extraction des
caractéristiques

Quantification Apprentissage
itératif (EM) HMM1

Images de la
classe 9
traitées ^

Extraction des
caractéristiques

Quantification Apprentissage
itératif (EM) HMM9

Base de
données

Figure 4.10: L'apprentissage
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L'algorithme d'apprentissage du système proposé se présente comme suit:

(A_m,B_m,pijn)=apprentissage(S, R; maxiter, seuil, CodeBook) ;

Initialisé A_m, B_m, pi_m;

Pour i allant de 0 à R faire % R=10 chiffres

Pour chaque_chiffre_base_validation % de 1 à N=nombre des images

img_chiffre_traité =pré-traitements(image_chiffre) ;

vect_caracté=extract-caractérist(img_chiffre_traité) ;

vect__train= Cal_dist_CodeBook(vect_caracté,CodeBook) % nbre de symboles

observé

fin pour chaque_chiffre_base_valid

(A_m, B m, Pi_m)=Calcul_Baum_welch (Vect_train,S,K,maxiter,seuil)

Modele=(A_ms B_m, pi_m);

Enregistrer(modele);

Fin pour (R-10)

Fin apprentissage.

4.4.5.1.4 Détermination du nombre d'états

Après plusieurs expériences (34 expériences pour chaque structure allant de l'état 4

à l'état 37), nous avons estimé les paramètres des deux modèles Ergodique et

Gauche-droite, à savoir, les probabilités initiales, les probabilités de transition et

les probabilités d'émission avec un nombre d'états N=36 pour le HMM Gauche-

Droite et N=34 pour le modèle Ergodique. Les résultats sont illustré dans la section

résultats et discussions.

4.4.5.2 Test

Le test est une étape importante car elle peut mettre en cause le choix des

caractéristiques (primitives) ou le choix de la méthode d'apprentissage. Une fois
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l'apprentissage effectué, nous avons évalué le système validé en utilisant 10.000

images de la base de test MNIST (voir tableau 4.2). Les caractéristiques extraites

de cette base sont passées aux deux modèles: les HMMs ergodiques et les HMMs

gauche-droite. La taille du CodeBook utilisé est de 232. Les résultats sont données

dans la partie résultat et discussion.

4.4.5.3 Reconnaissance

L'image à reconnaître est d'abord préparé par la phase de prétraitement. Ensuite

zonée en 09 zones pour extraire les caractéristiques afin d'obtenir un vecteur qui

sera utilisé par les deux types de modèle HMM pour calculer le logarithme de

vraisemblance du chiffre à reconnaître par rapport à tous les modèles. Ensuite, on

va assigner cette image à la classe dont le HMM qui nous donne la plus grande

probabilité d'appartenance. Le schéma du système de reconnaissance du système

proposé est représenté dans la figure 4.11 ci-dessous:

Image Prétraitement

Extraction des
caractéristiques

Quantification

Figure 4.11: Le schéma du système de reconnaissance du système proposé
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L'algorithme de la reconnaissance du système proposé se présente comme suit:

Chiffre_Reconnu=recon(img_chiffre_à_reconnaître,CodeBook, modèlesJHMM);

img_chiffre_traité =pré-traitements(img_chiffre_à_reconnaître) ;

vect_caractérist=extract-caractérist(img_chiffre_traité) ;

vect_Quantif^Cal_dist_CodeBook(vect_caracté,CodeBook)

Pour HMMGD

Pour chaque Mod HMM de 1 à 10

prob(HMM) = Baum_welch_log (vect^Quantif, modeles(Mod_HMM));

fin pour % chaque modèle

Vl=Max(prob(HMM));

Fin pour HMMGD

PourHMMERG

Pour chaque Mod_HMM de 1 à 10

prob(HMM) = Baum_welch_log (vect_Quantif, modeles(Mod_HMM));

fin pour % chaque modèle

V2=Max(prob(HMM));

Fin pour HMMERG

Vmax=Max(Vl,V2); % chiffre-reconnu où prob est maximum ;

ind_classe=indice(Vmax);

fin recon.
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4.5 Expériences et Résultats

Pour la réalisation de notre projet, on a scindé nos expériences en deux pour cerner

tous les paramètres de l'approche markovienne de notre système. Une expérience

sur la base de validation et l'autre sur la base de test.

4.5.1 Les résultats des expériences effectuées sur la base de validation MNIST

Les modèles ont été entraînés sur 20000 images de la base MNIST (voir figure

4.2). Le tableau 4.3 ci-après, indique les résultats obtenus après un apprentissage

effectué sur la base de validation en utilisant les deux modèles.

La Taille du CodeBook

128
190

232

Taux de reconnaissance
HMM Gauche-Droite

77,85
83,86

20000 images

7000 images

3000 images

86,38

95,71
99,03

Taux de reconnaissance
HMMErgodique

67,61
72,06

20000 images

7000 images

3000 images

73,31

84,63

95,00
Tableau 4.3: Le taux de reconnaissance maximal atteint par type de HMM et par

CodeBook.

Le tableau 4.4 ci-après, présente les résultats obtenus après plusieurs opérations
(35 opérations) effectués avec différents nombres d'état (voir la figure 4.12):

Etat

4

5

6

7

8

Taux_Rec

HMM G-D

67,85

72,26

70,02

74,28

74,03

Taux Rec

HMM Erg

62,21

72,10

71,58

69,36

68,56

Etat

22

23

24

25

26

Taux_Rec

HMM G-D

81,61

82,67

81,16

83,30

83,04

Taux Rec

HMM Erg

72,55

69,14

70,59

73,22

72,87
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9

10

11

12

13

14

15

16

17

18

19

20

21

75,16

76,25

75,88

77,85

77,20

77,85

79,45

79,41

79,54

81,49

73,61

80,77

80,54

71,92

71,52

71,33

73,25

71,30

72,87

72,43

70,78

72,45

73,08

72,99

69,64

70,08

27

28

29

30

31

32

33

34

35

36

37

38

77,77

84,29

85,90

76,45

84,19

84,99

85,25

85,90

86,38

78,40

79,28

77,13

72,42

70,13

71,39

70,63

69,06

72,02

70,71

73,31

69,60

72,10

73,12

70,52

Tableau 4.4: Les résultats obtenus avec différents nombres d'état (la taille du

CodeBook=232)

1 2 3 4 5 6 7 8 9 10 11 12 T3 T4 15 16 L7 18 19 20 21 22 23 24 25 26 27 28 29 30 31 32 33 34 35

-l-Taux.Rec HMM G-D Nbre d,états

—•— Taux_Rec HMM Erg

Figure 4.12: la courbe comparative montrant la pertinence du HMM Gauche-

Droite dans la reconnaissance des chiffres isolés par rapport au HMM Ergodique
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Pour chacun des deux modèles, nous avons effectués 13 itérations sur la base de

validation avec les deux nombres d'états validés (35 états pour le modèle Gauche-

Droite et 34 états pour le modèle Ergodique) (voir tableau 4.5).

N° iter

1

2

3

4

5

6

7

8

9

10

11

12

13

Tx_Rec_G J) Nbr etats-35

85,76

86,69

85,74

85,71

85,62

79,37

85,97

87,03

85,84

86,47

85,64

81,61

79,41

Tx Rec_Erg Nbr etats=34

72,64

71,24

71,58

71,69

71,32

70,73

73,27

74,59

72,07

69,42

71,28

70,93

72,93

Tableau 4.5: Les 13 itérations effectuées sur les deux HMMs Gauche-Droite et

Ergodique avec un CodeBook de taille 232.

On parvient à un taux de reconnaissance de :

• 87,03% pour le premier classificateur (HMM Gauche-droite), la matrice

de confusion associée est donnée dans le tableau 4.6 et la figure 4.13.

• 74,59% pour le deuxième classificateur (HMM Ergodique), la matrice de

confusion est donnée tableau 4.7 et la figure 4.14
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Nombre

Classes

0

1

2

3

4

5

6

7

8

9

0

1913

0

14

1

9

4

24

11

6

11

1

3

2044

14

8

20

9

27

23

11

8

d'états

2

9

34

1727

45

17

18

53

63

27

28

Taux

3

2

8

49

1685

18

42

19

27

67

24

4

6

14

7

10

1699

5

21

33

33

63

5

8

15

31

97

5

6

25

15

39

20

54

1652 25

49

5

45

55

de reconnaissance

1591

59

34

67

global 87

7

2

43

53

35

38

11

61

1881

23

54

,03%

35

8

24

6

68
97

18

28

58

12

1663

62

9

7

0

13

52

55

23

40

26

82

1561

Tx_Rec

95,70

93,80

85,71

82,20

87,89

90,92

81,88

87,90

83,53

80,76

Tableau 4.6: La matrice de confusion correspondant au premier classificateur

(Gauche-Droite) sur la base de validation de MNIST du modèle. Les colonnes

correspondent aux valeurs reconnues et les lignes aux valeurs vraies.

2500 —

2000

15(10

1000

0 - —

Nbre total des chiffre - Base_Valide

Nbrc des chiffres reconnus

Classe des chiffres

Figure 4.13: L'histogramme illustrant la matrice de confusion du premier

classificateur (modèle Gauche-Droite) sur la base de validation avec un nombre

d'état de 35 et un CodeBook de taille 232.
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Nombre

Classes

0

1

2

3

4

5

6

7

8

9

0

1872

1

50

10

11

11

64

26

25

37

1

8

1969

36

14

45

27

54

181

29

21

d'états

2

6

38

1484

59

23

26

57

103

52

32

Taux

3

4

11

60

1160

22

46

19

60

77

25

4

5

29

18

17

1493

9

49

69

33

105

5

12

57

92

480

51

6

61

22

50

23

139

1582 24

141

63

151

285

de reconnaissance

1374

92

42

85

global 74

7

0

43

106

48

37

12

46

1441

24

55

,59%

34

8

26

6

98

189

64

28

95

58

1436

183

9

5

3

21

50

48

52

44

47

122

1105

Tx Rec

93,65

90,36

73,65

56,59

77,24

87,07

70,72

67,34

72,12

57,17

Tableau 4.7: Matrice de confusion correspondant au deuxième classiflcateur

(ergodique) sur la base de validation de MNIST du modèle. Les colonnes

correspondent aux valeurs reconnues et les lignes aux valeurs vraies.

2500

Nbre total des chiffre - Base_Valide

Nbre des chiffres reconnus

8 9

Classe des chiffres

Figure 4.14: L'histogramme illustrant la matrice de confiision du deuxième

classiflcateur (HMM_Ergodique) sur la base de validation avec un nombre d'état

de 34 et un CodeBook de taille 232.
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4.5.2 Les résultats des expériences effectuées sur la base de Test MNIST

Les paramètres validés pour chaque modèle dans les expériences précédentes, ont

été évalués par des tests effectués sur 10.000 images de la base MNIST en six

groupes, (voir le tableau 4.8).

Topologie du

HMM

Gauche -Droite

Ergodique

Taille du

CodeBook

232

Etat

35

34

Nombre d'images de la base de Test MNIST

100

74.00

77.00

200

67.00

72.00

1000

63.60

67.80

5000

62.96

67.54

7000

63.90

68.11

8920

64.70

68.32

Tableau 4.8: Le taux de reconnaissance de la base de test MNIST (par type de

HMM).

Les résultats de reconnaissance des deux modèles sont résumés dans le tableau 4.9

ci-dessous:

Classes

0

1

2

3

4

5

6

7

8

9

Tx_GIobal

Nbre des images

100

HMM

G-D

90.00

90.00

40.00

70.00

100.00

80.00

80.00

70.00

70.00

50.00

74,00

HMM

ERG

90.00

90.00

70.00

60.00

90.00

80.00

90.00

80.00

90.00

30.00

77,00

200

HMM HMM

G-D ERG

85.00

75.00

45.00

65.00

80.00

70.00

70.00

65.00

55.00

60.00

67,00

95.00

80.00

65.00

50.00

75.00

90.00

85.00

65.00

70.00

45.00

72,00

1000

HMM HMM

G-D ERG

83.00 92.00

71.00 81.00

51.00 64.00

63.00 61.00

67.00 71.00

58.00 78.00

59.00 51.00

61.00 61.00

55.00 66.00

68.00 53.00

63,60 67,80

5000

HMM

G-D

84.40

70.60

55.20

63.80

66.80

54.80

49.20

66.00

54.00

64.80

62,96

HMM

ERG

90.60

81.20

58.40

61.20

74.60

75.80

49.00

63.80

62.00

58.80

67,54

70000

HMM

G-D

84,86

72,43

56,14

65,43

64,29

60,14

51,57

68,29

52,57

63,29

63,90

HMM

ERG

91,29

82,86

59,00

60,00

73,14

78,29

53,14

65,14

62,29

56.00

68,11

8920

HMM

G-D

84,98

75,11

55,61

65,36

64,01

61,32

53,48

70,63

53,59

63,00

64,71

HMM

ERG

90,58

85,09

59,30

58.63

71,97

79,48

54,82

65,92

62,11

55,27

68,32

Tableau 4.9: Le taux de reconnaissance de la base de test MNIST par groupe et

par type de HMM.
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Le tableau 4.10 présente les résultats de l'approche combinée (voir la figure 4.15)

Topologie

duHMM

Gauche-

Droite

Ergodique

HMM

combiné

Taille du

CodeBook

232

Etat

35

34

Nombre d'images de la base de Test MNIST

100

74.00

77.00

82.00

200

67.00

72.00

77.50

1000

63.60

67.80

72.00

5000

62.96

67.54

71.92

7000

63.90

68.11

72.77

8920

64.71

68.32

73.25

Tableau 4.10: Taux de reconnaissance comparatifs du modèle Gauche-Droite,

Ergodique et de l'approche combinée sur de la base de test MNIST.

Les taux de reconnaissance par groupe d'images obtenus après l'application de

l'approche combinée sont présentés dans le tableau 4.11 ci-dessous:

Classes

0

1

2

3

4

5

6

7

8

9

Taux global

Nombre des images

100

90,00

90,00

80,00

70,00

100,00

90,00

90,00

80,00

90,00

40,00

82,00

200

95,00

80,00

75,00

65,00

85,00

95,00

80,00

75,00

75,00

50,00

77,50

1000

89,00

82,00

68,00

68,00

78,00

72,00

63,00

69,00

71,00

60,00

72,00

5000

89,80

83,20

65,20

66,60

80,40

70,20

55,00

73,80

68,80

66,20

71,92

7000

90,14

84,57

64,86

67,57

78,57

73,71

58,14

76,14

69,00

65,00

72,77

8920

89,80

86,66

64,91

67,04

78,14

74,33

60,09

77,58

69,17

64,80

73,25

Tableau 4.11: Le taux de reconnaissance de l'approche combinée obtenus sur la

base de test MNIST.
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100

3 4 5 6 7

•Tx_Erg -W-Tx_approche_Combiné

9
Classes

Figure 4.15: L'histogramme illustrant la matrice de confusion de l'approche

combinée (pour les 8920 images de la base de test)

Les matrices de confusion des différents résultats sont données en annexe.

4.6 Discussions

Pour valider l'approche proposé, nous avons effectué des expérimentations sur

deux bases de données de chiffres manuscrits MNIST, l'une relative à

l'apprentissage de taille 20000 images pour l'entrainement et la validation du

modèle, l'autre pour le test de taille 10000 images pour évaluer le système proposé.

Pour l'apprentissage, une amélioration remarquable, a été cité en tableau 4.3. Les

résultats obtenus, nous démontrent que la taille du CodeBook influe sur le résultat

de la reconnaissance. Pour un CodeBook de taille 232, la valeur du taux de

reconnaissance croît de 77,85% à 86,38% pour le HMM Gauche-Droite,

respectivement, de 67,61% à 73,31% pour le HMM Ergodique.
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La figure 4.12 montre que, les probabilités des deux modèles convergent vers une

valeur maximale après 35 opérations. Ainsi, nous avons constaté que le nombre de

34 états semble être le mieux adapté pour le modèle Ergodique et 35 états pour le

modèle Gauche-Droite.

Ensuite, il faut généralement itérer le processus jusqu'à ce que les résultéts

escomptés soient atteint. Nous remarquons qu'après 08 itérations sur ces deux

nombres d'états, nous avons obtenu une amélioration sur le taux de reconnaissance

des deux modèles. Cette expérience a permis d'améliorer le taux de reconnaissance

de 86.38% à 87.03% pour le modèle gauche-droite, et de 73.31% à 74.58% pour le

modèle ergodique Les résultats obtenus sont donnés dans le tableau 4.5.

Après la validation des paramètres des deux modèles, des expériences sont

effectués sur la base de test. Le taux de reconnaissance de 8920 images est de

68.32%.

Les résultats obtenus dans le tableau 4.9 indiquent que :

• Le taux de reconnaissance des chiffres : 0, 1, 2, 5, 6, 7,8 est meilleur en

utilisant le HMM Ergodique ;

• Le taux de reconnaissance des chiffres 3 et 9 est meilleur en utilisant le

HMM Gauche-Droite ;

• Le taux de reconnaissance du chiffre 4 reste toute fois variable pour les

deux modèles.

Les résultats expérimentaux obtenus ont montré que certaines erreurs du premier

classiflcateur peuvent être évitées avec le deuxième classiflcateur et vise versa. La

raison pour laquelle nous avons combiné les deux modèles afin d'augmenter le taux

de reconnaissance (voir la figure 4.15) en exploitant les performances de chacun

des deux classificateurs.
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L'approche combinée a permis d'améliorer le taux de reconnaissance de 68.32% à

73.25% pour 8920 images de la base de test. Toutefois, ce taux de reconnaissance

obtenu est acceptable (voir le tableau) par rapport d'une part à un corpus

mondialement réputé (MNIST), dont les images des chiffres sont modifiés et

bruités, et d'autre part, par rapport au nombre d'images utilisé valider et le tester le

système proposé (dans notre cas nous avons utilisé la totalité du corpus).

(Dehghani et al., 2001)

(Amin et al., 1996)

« Off-line récognition of isolated Persian handwritten

characters using multiple hidden Markov models ». Un

taux de reconnaissance de 92.76 % sur l'ensemble

d'apprentissage, et 71.82 % pour le test (la taille du

corpus n'est pas spécifiée).

« Hand-printed Arabie character récognition system

using an artificial network ». Entrainé avec 2000

caractères, testé avec 1000,

reconnaissance.

92 % taux de

(Mozaffari et al., 2005)

(Amin, 2003)

« Character représentation and récognition using

quadtree-based fractal encoding scheme ». 8 chiffres

(chiffres du code postal iranien), 280 images

d'apprentissage, 200 pour le test (par chiffre), des taux

de 86.3 % et 90.6 % réalisés.

« Récognition of hand-printed characters based on

structural description and inductive logic

programming ». 120 caractères, 40 exemples (30

apprentissage, 10 test), pour un taux de 86.65 % taux

de reconnaissance.

Tableau 4.12 : Quelques résultats d'autres chercheurs sur la reconnaissance du

caractère isolé utilisant différentes méthodes de classification.
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Conclusion et perspectives

5. Conclusion et perspectives

Le succès de HMM enregistré dans la reconnaissance vocale a amené les

chercheurs à le déployer comme un outil approprié pour la reconnaissance de

l'écriture manuscrite pour les raisons suivantes (Bunke at al., 1995) :

• Les HMMs sont des modèles stochastiques qui résistent au bruit, et aux

variations de la forme (caractère) à reconnaître, en raison de différentes

polices, tailles et styles.

• Les séquences d'observations peuvent être de longueur variable, qui est une

exigence fondamentale en écriture manuscrite.

• Le HMM : rigoureusement étudié, stable, et les algorithmes de calcul se sont

montrés efficaces pour l'apprentissage et la reconnaissance.

L'objectif principal de cette étude est d'appliquer ce modèle de Markov caché à la

reconnaissance à travers la mise en œuvre d'un système de reconnaissance

automatique des chiffres manuscrits. Dans un premier temps nous avons proposé

d'utiliser la méthode de zonage pour l'extraction des caractéristiques. Dans un

second temps, développer deux classificateurs markovien discrets : le premier de

type Gauche-droite et l'autre de type Ergodique.
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Les deux modèles ont été entraînés sur une base de données de la base MNIST de

taille 40.000 images afin de réaliser un bon apprentissage. Les deux classificateurs

mis en œuvre ont été testé sur un corpus mondiale de chiffres manuscrits de la

même base (MNIST) de grande taille environ 8920 images afin de tester la fiabilité

réelle de notre système.

Nous avons ensuite proposé une combinaison de ces deux classificateurs. Cette

combinaison a permis, d'améliorer les taux de reconnaissance de 68.32% à 73.25%

et de réduire le taux d'erreur de 31,68% a 26,75%. Les résultats obtenus indiquent

que l'utilisation simultanée des deux classificateurs en même temps peut permettre

d'augmenter le taux de reconnaissance, qui n'a pas encore atteint les meilleures

performances à l'état de l'art, mais ce justifie que dans notre étude, nous avons

utilisé la totalité de la base MNIST contrairement à d'autres travaux réalisé

ultérieurement.

Toutefois il reste encore des tâches à achever tel que:

• Proposition de développer de nouvelles méthodes pour l'extraction des

caractéristiques.

• Adapter notre système pour d'autres applications, tels que la

reconnaissance des caractères ou des mots.

• Combiner plusieurs classificateurs (plus que deux).

Une perspective majeure consiste à coopérer les modèles de Markov cachés avec

d'autres classificateurs tels que les réseaux de neurones ou les SVM, qui restent

également un champ ouvert à l'expérimentation.
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Nombre

Classes

0

1

2

3

4

5

6

7

8

9

0

1827

3

33

15

7

6

31

26

6

16

1

3

2013

29

12

23

12

46

46

7

11

d'états

2

34

42

1501

67

27

26

68

77

54

26

3

6

16

70

1432

19

54

19

29

71

27

4

3

18

16

10

1582

7

41

62

36

74

5

22

21

57

168

13

1578

78

13

81

104

Taux de reconnaissance

6

65

31

69

55

122

36

1412

109

68

113

global

7

4

21

112

67

40

24

44

1698

19

64

34

8

25

11

106

167

43

43

102

37

1567

107

9

10

3

22

57

57

31

102

43

82

1391

Tx_Rec

91.40

92.38

74.49

69.85

81.84

86.85

72.67

79.35

78.70

71.96

79,95%

Tableau A.1 : La matrice de confusion correspondant au classificateur (Gauche-Droite, taille

du CodeBook=128) sur la base de validation de MNIST du modèle. Les colonnes

correspondent aux valeurs reconnues et les lignes aux valeurs vraies.

Nombre d

Classes

0

1

2

3

4

5

6

7

8

9

0

1808

15

122

13

13

25

216

28

45

27

1

15

1885

62

33

69

51

98

203

37

29

'états

2

18

56

1181

93

29

53

93

99

88

43

3

15

18

86

1267

39

123

53

60

156

53

4

6

47

28

28

1341

16

80

68

48

171

5

13

37

107

198

41

1271

121

26

87

148

6

81

29

81

45

220

58

951

109

84

128

Taux de reconnaissance global

7

4

72

124

78

35

47

45

1464

28

79

67,26%

34

8

36

8

179

221

61

75

187

41

1269

195

9

3

12

45

74

85

98

99

42

149

1060

Tx_Rec

90.45

86.51

58.61

61.80

69.37

69.95

48.94

68.41

63.74

54.84

Tableau A.2 : La matrice de confusion correspondant au classificateur (Ergodique, taille du

CodeBook^l 28) sur la base de validation de MNIST du modèle. Les colonnes correspondent

aux valeurs reconnues et les lignes aux valeurs vraies.
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Nombre d'états GD
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0
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5
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0
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0

16

5

7

4

27
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2
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1

2
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2

12

56

1683
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23

87
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33

29

Taux

3

5

11

56

1523

16
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26
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51

25

4

6

19

6

14

1668

7

35

46

28

72

5

8

28

37

186

8

1647

76

13

56
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de reconnaissance

6

49

10

46

31

82

28

1426

93

39

71

global

34

7

1

32

60

30

21

18

62

1758

30

37

83,86%

8

40

13

79

149

25

30

118

22

1671

73

9

5

4

11

43

59

28

61

40

70

1522

Tx_Rec

93.60

92.06

83.52

74.29

86.29

90.64

73.39

82.15

83.93

78.74

Tableau A.3 : La matrice de confusion correspondant au classificateur (Gauche-Droite, taille

du CodeBook=190) sur la base de validation de MNIST du modèle. Les colonnes

correspondent aux valeurs reconnues et les lignes aux valeurs vraies

Nombre d'

Classes

0

1

2

3

4

5

6

7

8

9

0

1869

0

46

6

17

7

73

39

9

37

1

3

1944

40

19

56

31

83

233

34

30

états

2

13

43

1274

37

18

17

66

110

40

30

Taux

3

7

18

70

1223

27

83

30

56

72

27

4

2

31

19

15

1400

10

41

75

34

113

5

29

63

180

439

78

1508

162

108

135

270

de reconnaissance ;

6

35

16

82

19

135

39

1236

135

43

103

global 71

7

0

48

104

38

43

20

58

1270

17

42

,44%

34

8

36

9

178

219

72

62

154

71

1519

234

9

5

7

22

35

87

40

40

43

88

1047

Tx_Rec

93.50

89.22

63.23

59.66

72.43

82.99

63.61

59.35

76.29

54.16

Tableau A.4 : La matrice de confusion correspondant au classificateur (Ergodique, taille du

CodeBook=190) sur la base de validation de MNIST du modèle. Les colonnes correspondent

aux valeurs reconnues et les lignes aux valeurs vraies.
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Classes

0

1

2

3

4

5

6

7

8

9

0

9

0

0

0

0

0

0

0

0

0

1

0

9

0

0

0

0

0

0

0

0

2

1

0

4

1

0

0

0

1
0

0

Taux

3

0

0

3

7

0

1

0

2

2

0

4

0

0

0

0

10

0

0

0

0

0

5

0

0

0

0

0

8

1

0

0

0

de reconnaissance

6

0

0

2

0

0

1

8

0

0

0

global

7

0

0

1

0

0

0

0

7

0

1
74,00%

8

0

1

0

1
0

0

0

0

7

4

9

0

0

0

1
0

0

1
0

1
5

Tx_Rec

90,00

90,00

40,00

70,00

100,00

80,00

80,00

70,00

70,00

50,00

Tableau A.5 : La matrice de confusion des résultats du test sur 100 images par le HMM

Gauche-Droite. Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs

vraies.
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0

1

2

3

4

5

6

7

8

9

0

9

0

0

0

0

0

0

0

0

0

1

0

9

0

0

0

2

0

0

0

0

2

0

0

7

0

1
0

0

0

0

2

Taux

3

0

0

0

6

0

0

0

1
1
0

4

0

0

0

1
9

0

0

0

0

0

5

1

0

0

1
0

8

1

1

0

1
de reconnaissance

6

0

0

0

1
0

0

9

0

0

0

global

7

0

1

1

0

0

0

0

8

0

1

77,00%

8

0

0

1

1

0

0

0

0

9

3

9

0

0

1

0

0

0

0

0

0

3

Tx_Rec

90,00

90,00

70,00

60,00

90,00

80,00

90,00

80,00

90,00

30,00

Tableau A.6 : La matrice de confusion des résultats du test sur 100 images par le HMM

Ergodique. Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs vraies.
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Classes

0
1
2
3
4
5
6
7

8
9

0

9
0
0
0
0
0
0
0
0
0

1

0
9
0
0
0
0
0
0
0
0

2

1
0
8
1
0
0
0
0
0
0

Taux de

3

0
0
0
7
0
1
0
1
1
0

4

0
0
0
0
10
0
0
0
0
0

5

0
0
0
0
0
9
1
1
0
0

reconnaissance

6

0
0
0
0
0
0
9
0
0
0

global

7

0
1
1
0
0
0
0
8
0
1

82,00%

8

0
0
0
1
0
0
0
0
9
5

9

0
0
1
1
0
0
0
0
0
4

Tx_Rec

90,00

90,00
80,00
70,00
100,00
90,00
90,00
80,00
90,00
40,00

Tableau A.7 : La matrice de confusion des résultats du test sur 100 images de la base MNTST

en utilisant la combinaison des deux classificateurs. Les colonnes correspondent aux valeurs

reconnues et les lignes aux valeurs vraies.

Classes

0
1
2
3
4
5

6
7
8
9

0

17
0
0
0
1
0
0
0
0
0

1

0
15
0
0
0
0
0
0
0
0

2

1
0
9
1
0
0
1
2
1
0

Taux

3

0
1
3
13
1
2
0
3
3
0

4

0
0
0
1

16
0
1
1
1
0

5

0
0
0
1
0
14
1
1
1

0

de reconnaissance

6

0
0
3
1
0
1

14
0
0
1

* lobai

7

2
2
2
0
0
0
1
13
0
1

67,00%

8

0
2
2
2
1
2
0
0
11
6

9

0
0
1
1
1
1
2
0
3
12

Tx Rec

85,00
75,00
45,00
65,00
80,00
70,00
70,00
65,00
55,00

60,00

Tableau A.8 : La matrice de confusion des résultats du test sur 200 images par le HMM

Gauche-Droite. Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs

vraies.
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Classes

0
1
2
3
4
5
6
7
8
9

0

19
0
1
0
0
0
0
0
0
0

1

0
16
0
1
0
2
0
1
0
0

2

0
2
13
1
1
0
0
0
1
2

Taux de

3

0
0
0
10
0
0
0
2
1
0

4

0
0
0
1
15
0
1
1
0
1

5

1
0
0
4
1

18
1
2
2
2

reconnaissance

6

0
0
1
1
2
0
17
0
1
0

global

7

0
2
1
0
0
0
1

13
0
1

72,00%

8

0
0
3
1
1
0
0
0
14
5

9

0
0
1
1
0
0
0
1
1
9

Tx Rec

95,00
80,00
65,00
50,00
75,00
90,00
85,00
65,00
70,00

45,00

Tableau A.9 : La matrice de confusion des résultats du test sur 200 images par le HMM

Ergodique. Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs vraies.

Classes

0
1
2
3
4
5
6
7
8
9

0

19
0
0
0
1
0
0
0
0
0

1

0
16
0
0
0
0
0
0
0
0

2

1
2
15
1
0
0
1
0
1
0

Taux de

3

0
0
0
13
1
1
0
2
1
0

4

0
0
0
1

17
0
1
1
0
1

5

0
0
0
1
0
19
1
2
1
1

reconnaissance

6

0
0
1
1
0
0
16
0
1
0

global

7

0
2
1
0
0
0
1

15
0
1

77,50%

8

0
0
2

2
1
0
0
0
15
7

9

0
0
1
1
0
0
0
0
1

10

Tx_Rec

95,00
80,00
75,00
65,00
85,00
95,00
80,00
75,00
75,00
50,00

Tableau A.10 : La matrice de confusion des résultats du test sur 200 images de la base

MNIST en utilisant la combinaison des deux classifîcateurs. Les colonnes correspondent aux

valeurs reconnues et les lignes aux valeurs vraies.
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Classes 0

0 83
1 0
2 0
3 0
4 1
5 0
6 0
7 1
8 2
9 0

1

1
71

1

0
0
1
1
1
0
0

2 3 4 5 6 7 8 9 Tx_Rec

3 1 0 1 6 3 0 2 83,00
1 9 3 1 4 7 3 1 71,00

51 16 2 2 6 10 6 6 51,00
9 63 1 7 3 1 11 5 63,00
3 3 67 0 5 4 6 11 67,00
7 12 1 58 2 2 5 12 58,00
5 6 3 10 59 2 3 11 59,00
9 10 3 2 7 61 4 2 61,00
4 12 7 4 3 1 55 12 55,00
1 2 7 4 5 3 1 0 6 8 68,00

Taux de reconnaissance global 63,60%
Tableau A.ll : La matrice de confusion des résultats du test sur 1000 images par le HMM

Gauche-Droite. Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs

vraies.

Classes

0
1
2
3
4
5
6
7
8
9

0

92
0
4
0
1
1
4
2
3
1

1

0
81
1
2
2
3
3
6
0
1

2

1
5

64
6
3
4
1
2
6
3

Taux

3

2
2
7

61

0
5
1
8
7
2

4

0
2
0
1

71
1
6
6
4

13

5

1
3
4
18
6
78
19
4
4

11
de reconnaissance

6

3
1
2
3
7
0

51
8
2
3

global

7

1
5
8
2

3
2
5

61
2
1

67,80%

8

0
1
7
4
2
1
4
0

66
12

9

0
0
3
3
5
5
6
3
6
53

Tx_Rec

92,00
81,00
64,00
61,00
71,00
78,00
51,00
61,00
66,00
53,00

Tableau A.12 : La matrice de confusion des résultats du test sur 1000 images par le HMM

Ergodique. Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs vraies.

V I I



Annexes

Classes

0
1
2
3
4
5
6
7
S
9

0

89
0
0
0
1
0
0
1
2
0

1

l
82
1
0
0
1
2
3
0
0

2

3
5

68
9
4
4

4
6
4
1

Taux

3

1
3
11
68
3
14
3
8
5
3

4

0
2
1
1

78
1
5
3
4
14

5

1
1
1
6
0
72
11

3
3
5

de reconnaissance

6

3
1
3
3
4
1

63
6
2
1

global

7

1
5
7
1
1
1
3

69
3
1

72,00%

8

0
1
5
9
3
2
4
1

71

15

9

1
0
3
3
6
4
5
0
6

60

Tx_Rec

89,00

82,00
68,00
68,00
78,00
72,00
63,00
69,00
71,00

60,00

Tableau Â.13 : La matrice de confusion des résultats du test sur 1000 images de la base

MNIST en utilisant la combinaison des deux classificateurs. Les colonnes correspondent aux

valeurs reconnues et les lignes aux valeurs vraies.

Classes

0
1
2
3
4
5
6
7
8
9

0

422
0
7
0
4
1

10
1
5
3

1

1
353

6
0
4
8
7
11
2

4

2

15
27

276
34
16
37
33
44
32
12

Taux

3

13
29
51

319
26
66
17
35
49
24

4

0
17
5
5

334
13
33
20
18
39

5

7
7
16
30
7

6

26
21
27
15
25

274 14
32
5

21
17

de reconnaissance

246
20
27
25

global

7

4
37
53
24
14
12
26
330
14

18
62,96%

8

7
4
36
47
20
25
41
15

270
34

9

5
5

23
26
50
50
55
19
62

324

Tx_Rec

84,40
70,60
55,20
63,80
66,80
54,80
49,20
66,00
54,00

64,80

Tableau A.14 : La matrice de confusion des résultats du test sur 5000 images par le HMM

Gauche-Droite, Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs

vraies.
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Classes

0
1
2
3
4
5
6
7
8

9

0

453
0

20
1
1
4
21
8
11

6

1

2
406

8
6
7
14
12
42
0
8

2

6
15

292
29
11
9
19
22
28
10

Taux

3

6
9
35

306
10
38
9

28
38
13

4

0
13
6
3

373
7
32
21
14
52

5

1
19
26
86
20

379
71
16
36
48

de reconnaissance

6

16
1

14
9
31
4

245
25
17
17

global

7

1
28
51
16
14
8

22
319

6
13

67,54%

8

6
6
38
23
13
15
34
7

310
39

9

3
3
10
21
20
22
35
12
40

294

Tx_Rec

90,60
81,20
58,40
61,20
74,60
75,80
49,00
63,80
62,00

58,80

Tableau A.15 : La matrice de confusion des résultats du test sur 5000 images par le HMM

Ergodique. Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs vraies.

Classes

0
1
2
3
4
5
6
7
8
9

0

449
0
7
0
2
1
7
1
6
3

1

1
416

4
0
3
11
7
18
2
3

2

12
15

326
31
10
19
28
30
22
11

Taux

3

7
10
40

333
14
67
12
25
28
19

4

0
12
4
5

402
6
33
15
9

49

5

3
8
12
29
6

351
37
6

23

17

de reconnaissance

6

18
2
18
16
17
7

275
17
17
13

global 71

7

1
29
53
24
7
7

20
369
11

13

,92%

8

7
4
28
45
15
9
35
8

344

41

9

2
4
8
17
24
22
46
11
38

331

Tx_Rec

89,80
83,20
65,20
66,60
80,40
70,20
55,00
73,80
68,80
66,20

Tableau A.16 : La matrice de confusion des résultats du test sur 5000 images de la base

MNIST en utilisant la combinaison des deux classificateurs. Les colonnes correspondent aux

valeurs reconnues et les lignes aux valeurs vraies.
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Classes

0

1

2

3

4

5

6

7

S

9

0

594

0

8

0

5

1

13

1

7

7

1

1

507

9

0

7

10

11

15

3

6

2

18

37

393

43

23

44

47

63

43

19

Taux

3

17

33

61

458

37

81

24

39

65

31

4

1

26

6

6

450

15

47

25

26

51

5

10

10

22

48

12

421

36

5

31

27

de reconnaissance

6

35

26

44

17

49

19

361

28

44

41

global

7

4

48

73

27

21

19

37

478

21

27

63,90%

8

11

5

57

68

25

31

59

16

368

48

9

9

8

27

33

71

59

65

30

92

443

Tx_Rec

84,86

72,43

56,14

65,43

64,29

60,14

51,57

68,29

52,57

63,29

Tableau A.17 : La matrice de confusion des résultats du test sur 7000 images par le HMM

Gauche-Droite. Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs

vraies.

Classes

0

1

2

3

4

5

6

7

8

9

0

639

0

20

1

2

6

24

12

16

14

1

2

580

12

7

13

16

20

63

3

10

2

7

22

413

31

14

13

26

35

31

12

Taux

3

7

10

44

420

16

46

10

29

47

17

4

0

21

6

6

512

7

41

26

22

64

5

11

21

35

141

29

548

81

22

51

87

de reconnaissance \

20

2

21

10

45

8

372

31

22

28

global 68,

7

2

32

76

21

18

10

35

456

9

21

11%

8

9

8

61

39-

26

19

48

11

436

55

9

3

4

12

24

25

27

43

15

63

392

Tx Rec

91,29

82,86

59,00

60,00

73,14

78,29

53,14

65,14

62,29

56,00

Tableau A.18 : La matrice de confusion des résultats du test sur 7000 images par le HMM

Ergodique. Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs vraies.



Annexes

Classes

0
1
2
3
4
5
6
7
8
9

0

631
0
8
0
3
1
7
1
6
6

1

1
592

5
0
5
14
11
24
3
4

2

14
21
454
36
15
22
43
39
24
16

Taux

3

8
11
50

473
22
81
15
27
40
24

4

1

19
4
6

550
7

45
21
16
63

5

5
9
16
49

10
516
42
6

28
29

de reconnaissance

6

28
3

32
18
30
10

407
24

28
24

global

7

1

34
77
28
11
12
29
533
17
20

72,77%

8

8
6

44
67
18
11
48
9

483
59

9

3
5
10
23
36
26
53
16
55

455

Tx_Rec

90,14

84,57
64,86
67,57
78,57
73,71
58,14

76,14
69,00
65,00

Tableau A.19 : La matrice de confusion des résultats du test sur 7000 images de la base

MNIST en utilisant la combinaison des deux classifïcateurs. Les colonnes correspondent aux

valeurs reconnues et les lignes aux valeurs vraies.

Classes

0

1

2

3

4

5

6

7

8

9

0

758

0

10

0

5

2

20

1

10

8

1

1

670

11

1

9

14

16

21

4

8

2

20

45

496

47

34

56

58

72

50

27

Taux

3

20

35

79

583

39

95

30

42

82

36

4

1

31

8

9

571

17

52

27

32

66

5

12

12

34

64

15

547

41

5

45

36

de reconnaissance j

6

47

29

52

22

66

29

477

36

51

57

global 64,

7

5

54

89

32

29

25

44

630

28

33

71%

8

15

6

78

93

33

40

72

18

478

59

9

13

10

35

41

91

67

82

40

112

562

Tx Rec

84,98

75,11

55,61

65,36

64,01

61,32

53,48

70,63

53,59

63,00

Tableau A.20 : La matrice de confusion des résultats du test sur 8920 images par le HMM

Gauche-Droite. Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs

vraies.
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Classes

0

1

2

3

4

5

6

7

8

9

0

808

0

25

1

2

7

34

13

19

17

1

2

759

17

8

25

22

27

78

6

13

2

8

26

529

33

17

18

35

49

36

19

Taux

3

9

11

54

523

19

52

15

31

56

18

4

0

23

8

7

642

7

48

28

25

71

5

14

24

51

198

36

709

92

30

72

123

de reconnaissance

6

30

3

27

13

63

10

489

42

30

35

global

7

3

33

90

27

20

11

42

588

13

29

68,32%

8

15

9

77

52

35

25

61

16

554

74

9

3

4

14

30

33

31

49

17

81

493

Tx_Rec

90,58

85,09

59,30

58,63

71,97

79,48

54,82

65,92

62,11

55,27

Tableau A.21 : La matrice de confusion des résultats du test sur 8920 images par le HMM

Ergodique. Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs vraies.

Classes

0
1
2

3
4
5
6
7

8
9

0

801
0
10

0
3
2
12
1
9
7

1

1

773
7
1
6
19
13
30
4
6

2

16
25
579
39
21
27
50
51

31
24

Taux

3

9
12
60
598
24
93
21
29
49
26

4

1
21
6
10
697
8
49
22
20
73

5

7
9
27
67
13
663
47
7
37
36

de reconnaissance

6

40
5
40
23
46
17
536
29
33
36

global

7

1
35
91
35
18
15
37
692
23
27

73,25%

8

12

7
60
90
20
18
61
10
617
79

9

4

5
12

29
44

30
66
21
69
578

Tx Rec

89,80

86,66
64,91

67,04

78,14

74,33

60,09

77,58

69,17

64,80

Tableau A.22 : La matrice de confusion des résultats du test sur 8920 images de la base

MNIST en utilisant la combinaison des deux classificateurs. Les colonnes correspondent aux

valeurs reconnues et les lignes aux valeurs vraies.
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Classes
0
1
2
3
4
5
6
7
8
9

0
683

0
4
3
0
2
14
4
5
9

1
1

671
4
3
4
1
6
18
3
6

2
0
9

597
5
7
1

13
33
5
8

Taux de

3
0
2
9

545
8
15
6
19
15
21

4
1
4
3
6

624
5
16
14
11
40

5
1
7

26
61
5

644

19
19
18
47

6
6
1
2
5

21
6

556
14

7
18

reconnaissance global

7
1
4
28
16
11
1

10
550

11
23

84,63

8
5
1

26
46
12
12
45
24

611
85

%

9
2

1
1

10
8
13
15
5
14

443

Tx Rec
97,6
95,9
85,3
77,9
89,1
92

79,4
78,6
87,3
63,3

Tableau A.23 : La matrice de confusion correspondant au classificateur (Ergodique, taille du

CodeBook=232) sur 7000 images de la base de validation de MNIST du modèle. Les

colonnes correspondent aux valeurs reconnues et les lignes aux valeurs vraies

Classes

0
1
2
3
4

5
6
7
8

9

0
691

0
2
0
2
2
6
2
0
2

1

0
685

3
0
3
1
2
7
0
2

2
0
5

669
3
1
4

11
9
3
8

Taux de

3
0
0
6

680
3
11
5
3
2
3

4
1
1
0
0

677
0
2
1
6
13

5
0
1
3
7
1

6
2

1
2
0
4

676 0
6
2
3
11

reconnaissance

654
4
7

8

global

7

2
4
10
4
3
3
4

663
2
5

95,71

8
1
0
4

2
1
1
5
4

667
10

M>

9
3
3
1
4
5
2
5
5
10

638

Tx Rec
98,7
97,9
95,6
97,1
96,7
96,6
93,4
94,7
95,3

91,1

Tableau A.24 : La matrice de confusion correspondant au classificateur (Gauche-Droite,

taille du CodeBook=232) sur 7000 images de la base de validation de MNIST du modèle.

Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs vraies



Classes

0
1
2
3
4
5

6
7
8
9

0
290

0
0
0
1
0
4
1
0
1

1
0

295
0
1
2
1
2
7
1
2

2
1
2

290
1
0
0
7
6
1
1

Taux

3
0
1
2

278
0
0
2
6
0
2

4
l
0
0
1

288
0
2
3
1
1

5
0
0
0
7
0

298
4
1
0
3

de reconnaissance

6
1
1
0
3
4
0

270
2
0
5

global

7

3
1
4
4
1
0
4

271
1
2

95%

8
3
0
3
3
1
0
2
2

294

7

9
1
0
1
2
3
1
3
1
2

276

Tx Rec
96,67
98,33
96,67
92,67

96
99,33

90
90,33

98
92

Tableau A.25 : La matrice de confusion correspondant au classificateur (Ergodique, taille du

CodeBook=232) sur 3000 images de la base de validation de MNIST du modèle. Les

colonnes correspondent aux valeurs reconnues et les lignes aux valeurs vraies

Classes

0
1
2
3
4
5
6
7

8
9

0
300

0
0
0
0
0
0
0
0

0

1
0

298
0
0
0
1
0
1
0
0

2
0
1

295
1
0
1
1
2
0
0

Taux

3
0
0
2

298
0
0
0
0
1
1

4
0
0
0
0

299
0
0
0
1
0

5
0
0
1
0
0

6
0
0
0
1
0

295 0
0
0
0
0

de reconnaissance

298
2
0
1

global 99

7
0
0
1
0
0
0
1

293
0
0

,03%

8
0
1
1
0
1
0
0
1

298
1

9
0
0
0
0
0
3
0
1
0

297

Tx Rec

100
99,33
98,33
99,33
99,67
98,33
99,33
97,67
99,33

99

Tableau A.26 : La matrice de confusion correspondant au classificateur (Gauche-Droite,

taille du CodeBook=232) sur 3000 images de la base de validation de MNIST du modèle.

Les colonnes correspondent aux valeurs reconnues et les lignes aux valeurs vraies



Résumé

Les modèles de Markov caché ont prouvé leur efficacité dans le domaine de la
reconnaissance de la parole. Leur application à la de reconnaissance de l'écriture
manuscrite hors-ligne est un sujet encore ouvert à la recherche dont le but
aujourd'hui est de diminuer le taux d'erreur. Les HMMs sont des modèles
stochastiques qui résistent au bruit, aux variations et l'élasticité de la forme, ce
qui est une exigence fondamentale en écriture manuscrite. Notre travail a pour
objectif général d'appliquer le modèle de Markov caché à la reconnaissance des
chiffres manuscrits isolés. Nous présentons dans ce mémoire un système de
reconnaissance des chiffres manuscrits isolés basé sur des HMMs discrets de
topologie Gauche-Droite et ergodîque, en appliquant une quantification
vectorielle sur les caractéristiques extraites à partir des images des chiffres par
l'algorithme K-means. Notre approche est validée et évaluée sur le corpus
MNIST que nous avons exploité dans sa totalité. Les expériences que nous
avons mené, ont comme arguments la topologie des HMMs, le nombre d'états
par modèle, la taille du CodeBook, ainsi que le nombre d'itérations.
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Abstract

Hidden Markov models hâve proven their effectiveness in thé field of speech
récognition. Their application to thé offline handwriting récognition is still open
to research whose goal today is to reduce thé error rate issue. HMMs are
stochastic models whîch résistant to noise, variations and elasticity of thé form,
which is a fundamental requirement in handwriting. Our work has thé général
objective to apply thé hidden Markov model for thé handwritten isolated digits
récognition by applying a vector quantization to thé features extracted starting
from thé images figures by thé k-means algorithm. Our approach is validated
and evaluated on thé MNIST corpus which we exploited in his totality. The
experiments which we undertook hâve as arguments thé HMM topology, thé
number of states per model, thé size of CodeBook, and thé number of itérations.
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